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摘 要:无人机航拍图像中的小目标检测面临目标尺寸微小、背景干扰复杂、特征表达不充分等关键技术挑战。针对
现有RT-DETR模型在小目标特征提取和多尺度融合方面的局限性,提出一种自适应多尺度门控增强融合检测模型
(MGEF-DETR)。该方法通过设计多阶跨阶段门控聚合模块(MCGA),通过自适应门控机制实现小目标纹理特征的
选择性增强;构建 Micro-OmniPyramid小目标特征金 字 塔,集 成 SPD 卷 积 稀 疏 编 码 和 跨 阶 段 增 强 空 间 核 模 块
(CESK),建立小目标特征的无损传递通路;引入增强特征关联模块EFC,通过分组注意力和多级重建策略优化跨尺
度特征融合;设计内部修正惩罚距离IoU损失函数(IMIoU),增强边界回归对小目标的敏感性。在 VisDrone2019数
据集上的实验结果表明,MGEF-DETR相比基线模型RT-DETR在 mAP@0.5和 mAP@0.5:0.95指标上分别提升

3.9%和3.1%,同时参数量减少13.6%。在TinyPerson和CODrone数据集上的验证进一步证实了算法的泛化能力,
表明该方法在保持轻量化的同时显著提升了航拍场景下小目标检测的精度和效率。
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Abstract:Small
 

object
 

detection
 

in
 

UAV
 

aerial
 

imagery
 

encounters
 

critical
 

challenges
 

including
 

extremely
 

small
 

target
 

sizes,
 

complex
 

background
 

interference,
 

and
 

insufficient
 

feature
 

representation.
 

Addressing
 

the
 

limitations
 

of
 

existing
 

RT-DETR
 

models
 

in
 

small
 

object
 

feature
 

extraction
 

and
 

multi-scale
 

fusion,
 

this
 

paper
 

proposes
 

an
 

adaptive
 

multi-scale
 

gated
 

enhancement
 

fusion
 

DETR
 

(MGEF-DETR).
 

A
 

multi-order
 

cross-stage
 

gated
 

aggregation
 

(MCGA)
 

module
 

is
 

designed
 

to
 

achieve
 

selective
 

enhancement
 

of
 

small
 

object
 

texture
 

features
 

through
 

adaptive
 

gating
 

mechanisms.
 

A
 

Micro-OmniPyramid
 

feature
 

pyramid
 

is
 

constructed
 

by
 

integrating
 

space-to-depth
 

(SPD)
 

convolution
 

sparse
 

encoding
 

and
 

cross-stage
 

enhanced
 

spectral
 

kernel
 

(CESK)
 

modules,
 

establishing
 

lossless
 

transmission
 

pathways
 

for
 

small
 

object
 

features.
 

An
 

enhanced
 

feature
 

correlation
 

(EFC)
 

module
 

is
 

introduced
 

to
 

optimize
 

cross-scale
 

feature
 

fusion
 

through
 

grouped
 

attention
 

and
 

multi-level
 

reconstruction
 

strategies.
 

An
 

inner-modified
 

penalty
 

distance
 

IoU
 

(IMIoU)
 

loss
 

function
 

is
 

designed
 

to
 

enhance
 

boundary
 

regression
 

sensitivity
 

for
 

small
 

objects.
 

Experimental
 

results
 

on
 

the
 

VisDrone2019
 

dataset
 

demonstrate
 

that
 

MGEF-DETR
 

achieves
 

improvements
 

of
 

3.9%
 

and
 

3.1%
 

in
 

mAP@0.5
 

and
 

mAP@0.5:0.95
 

metrics
 

respectively
 

compared
 

to
 

the
 

baseline
 

RT-DETR,
 

while
 

reducing
 

parameters
 

by
 

13.6%.
 

Validation
 

on
 

TinyPerson
 

and
 

CODrone
 

datasets
 

further
 

confirms
 

the
 

generalization
 

capability
 

of
 

the
 

algorithm,
 

indicating
 

significant
 

improvements
 

in
 

both
 

accuracy
 

and
 

efficiency
 

for
 

small
 

object
 

detection
 

in
 

aerial
 

scenarios
 

while
 

maintaining
 

lightweight
 

characteristics.
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0 引  言

  随着无人机技术的飞速发展,其在农业、航拍、快递运

输以及监控等诸多领域的应用日益广泛。无人机搭载的摄

像头能够收集大量的视觉数据,而对这些数据进行自动理

解与分析,尤其是目标检测任务,成为计算机视觉领域的一
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个重要研究方向[1]。目标检测作为计算机视觉的基础任务

之一,其目的是识别和定位图像中的目标对象,广泛应用于

自动驾驶、安防监控、医疗影像分析等众多领域[2]。
目前,计算机视觉中的目标检测技术取得了长足发展,

从早期的两阶段检测模型到后来的单阶段模型,出现了众

多经典算法和架构[3]。两阶段模型以R-CNN[4-5]系列为代

表,通过区域提议和分类两步实现高精度检测,但计算复杂

度较高;单阶段模型则以YOLO[6]、SSD[7]等为代表,将检

测过程整合为一步端到端预测,速度更快但最初精度相对

偏低。随着RetinaNet[8]引入Focal
 

Loss缓解了一阶段检

测正负样本不平衡问题,单阶段检测器的精度劣势被显著

缩小。此后,YOLO系列算法不断演进在精度和速度上取

得平衡,成为实际应用的主流选择。同时,Transformer[9]

架构开始应用于目标检测领域,Carion等[10]提出的DETR
(detection

 

transformer)模型通过序列建模和一体化的端到

端训练省去了NMS后处理,展示了新的检测范式。DETR
在小目标和训练收敛速度方面存在一定不足,Deformable

 

DETR等改进模型通过多尺度特征融合等技术提升了对小

目标的检测性能。Zhao等[11]提出的RT-DETR(real-time
 

detection
 

transformer)模型作为一种新兴的实时目标检测

模型,融合了Transformer机制与高效编码解码结构,成为

首个实时端到端目标检测器,由于省去非极大值抑制(non-
maximum

 

suppression,
 

NMS)步骤从而进一步提升了推理

效率。
然而,在实际应用中,小目标检测仍然是一个极具挑战

性的问题。小目标通常具有尺寸小、特征不明显、易受背景

干扰等特点,导致传统方法在准确识别和定位小目标方面

存在局限性。为了提高小目标的检测精度,吴一全等[12]系

统综述了近年无人机小目标检测的进展,指出通过增强多

层次特征的表达和融合,可以有效缓解小目标检测精度低

的问题。邓天民等[13]则提出了特征复用与重组策略,在减

少模型参数的同时生成更多特征图以关注小目标语义信

息。对于单阶段检测器,谢椿辉等[14]针对无人机影像中小

目标尺度 多 样 且 易 受 环 境 干 扰 的 问 题,提 出 了 Drone-
YOLO模型,通过增加小目标检测的多尺度检测分支,提
升了模型对小目标的多尺度感知能力,但该方法在一定程

度上增加了计算复杂性。刘洋等[15]针对小目标检测中局

部信息丢失和漏检率高的问题,提出了LDF-YOLO模型,
通过引入ConvFFN局部特征增强模块以及LCBHAM 特

征转换模块,有效提升了小目标的检测精度和召回率,但该

方法仍基于传统YOLO架构,在处理复杂航拍场景中的全

局上下文建模能力有限。贺智轩等[16]为改善无人机航拍

图像中目标尺寸微小、多尺度变化显著以及复杂场景干扰

导致的检测精度不足,提出了DMF-YOLOv11模型,设计

了双重双向特征金字塔以及多分支混合卷积模块,有效提

升 模 块 针 对 小 目 标 和 密 集 场 景 的 检 测 性 能。以

Transformer架构为基础的检测器方面,亦有研究者对小

目标场景进行了有针对性的优化。胡佳乐等[17]通过改进

RT-DETR模型提出 DyASF特征融合结构,设计动态尺

度序列特征融合和三重特征编码模块,有效减少因上下采

样导致的小目标特征信息丢失,但该方法在处理极端尺度

变化场景时多尺度特征融合策略仍需优化。姜贸翔等[18]

提出基于SimAM注意力与倒置残差的EMRT-DETR,通
过增强浅层特征提取能力提升小目标检测精度,但该方法

在引入多个改进模块后检测速度有所降低。Liu等[19]提

出一种轻量化的ESO-DETR算法,通过设计GSHA注意

力主干模块以及EMASlideVariFocal损失函数,降低了模

型复杂度,但在处理长尾分布的困难样本时还有较大提升

空间。
近年来,因Transformer架构基于全局信息交互进行

特征学习,能有效地对图像的全局依赖关系进行建模,在目

标检测领域展现出比传统CNN 更优越的性能。受此启

发,本文提出一种基于RT-DETR-R18改进的轻量化网络

模型 MGEF-DETR。此方法将轻量级多阶跨阶段门控聚

合 模 块 (multi-order
 

cross-stage
 

gated
 

aggregation,
 

MCGA)结构作为主干网络,设计小目标特征金字塔 Micro-
OmniPyramid,结合增强特征关联模块(enhanced

 

feature
 

fusion
 

with
 

channel-wise
 

attention,
 

EFC)构建高效的多尺

度特征融合架构,并采用边界框损失函数(inner-modified
 

penalty
 

distance
 

iou,
 

IMIoU)以达到在保持轻量化的同时

提升小目标检测精度的目的。最后,在 VisDrone2019[20]、

TinyPerson[21]及CODrone[22]无人机航拍数据集上实验验

证了所提方法在航拍小目标检测中的有效性。

1 MGEF-DETR

  RT-DETR设计了一种高效混合编码器及带辅助预测

头的解码器构成的实时端到端目标检测架构,
 

通过解耦局

部尺度内的特征交互与全局跨尺度的特征融合,以高效建

模多尺度特征表示,引入
 

IoU感知查询选择机制优化解码

器初始化,经迭代优化后输出目标类别与边界框。本文提

出一 种 基 于
 

RT-DETR-R18 改 进 的 轻 量 化 网 络 模 型

MGEF-DETR,其结构如图1所示。

MGEF-DETR在RT-DETR架构基础上进行了系统

性改进。输入一张原始分辨率的航拍图像,MGEF-DETR
采用轻量级的 MCGA结构作为主干网络提取多尺度特征

图。随后为特征图添加内容与位置查询编码并送入 Micro-
OmniPyramid特征金字塔,通过跨尺度特征增强通路设计

实现小目标细粒度特征的有效保留。在特征融合阶段,

EFC模块替代传统拼接操作,通过自适应权重分配和语义

关联建模增强多层次特征融合效果。利用IoU感知查询选

择机制筛选有效特征,送入解码器进行特征解码,并通过

IMIoU损失函数优化边界框回归,提升模型对小目标对象

的定位准确度,最后通过辅助预测头输出检测框的位置与

类别。
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图1 MGEF-DETR模型结构

Fig.1 The
 

structure
 

of
 

the
 

MGEF-DETR
 

model

1.1 轻量级多阶跨阶段门控聚合模块 MCGA
  针对RT-DETR-R18远程空间依赖捕获能力受限,在
高分辨率视觉内容与复杂语义场景建模中存在固有的局

部感知域约束等问题,从 MogaNet[23]中的多阶门控聚合机

制(multi-order
 

gated
 

aggregation,
 

MGA)得到启发,提出

轻量级跨阶段聚合增强模块 MCGA,以此为基础采用分层

特征传递机制重构主干网络架构。MCGA通过多阶深度

卷积处理不同尺度的语义上下文,耦合跨阶段局部网络

(cross
 

stage
 

partial
 

network,
 

CSPNet)的梯度流优化机

制[24]与 MogaNet的自适应门控策略,以促进跨尺度特征

的有效融合,建立全局-局部协同感知机制,为模型的检测

性能提供更具判别性的特征表示。如图2所示,MCGA模

块保留了CSPNet的并行结构设计思想,并用多阶门控网络

(Multineck)作为其内部的瓶颈结构。对于输入特征X ∈
RB×C×H×W,模块首先通过Conv层和Split操作将特征分为主

分支和跳跃分支,其中主分支X1 ∈RB×C/2×H×W 经过n个串

联的 MogaBlock处理,跳跃分支X2∈RB×C/2×H×W 直接传递,
最终通过Concat操作拼接后经过Conv层输出RB×C×H×W 维

度特征。MGA作为核心组件,替代传统卷积块的单一特征

提取操作,实现空间-通道双路径协同感知模式。

图2 MCGA网络结构

Fig.2 The
 

network
 

structure
 

of
 

MCGA

  多阶深度可分离卷积层通过并行的5×5和7×7深度

卷积核构建低阶、中阶和高阶的层次化特征交互机制。具

体地,输入特征按照[1∶3∶4]的比例分割为3个子特征,分

别经过扩张率为[1,2,3]的深度卷积处理:

Ylow,Ymid,Yhigh=Split(X,[C/8,3C/8,C/2]) (1)

Y'low=DWConvd=1
5×5(Ylow) (2)
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Y'mid=DWConvd=2
5×5(Ymid) (3)

Y'high=DWConvd=3
7×7(Yhigh) (4)

该递进式膨胀策略使模型能够在不同感受野范围内

同时捕获多粒度的特征响应模式。处理后的多阶特征通

过通道维度的拼接操作进行融合,最后通过逐点卷积实现

通道间的信息交互和特征整合。该机制在空间维度上首

先 通 过 GAP 操 作 实 现 全 局 信 息 聚 合,然 后 通 过

ElementScale参数σ进行特征调节:

x =x+σ(x-GAP(x)) (5)
其中,σ为可学习的参数,初始值设定为1×10-5,通

过残差连接强化局部-全局特征的互补性。随后,门控聚合

策略通过双分支结构实现自适应特征选择:

output=SiLU(Conv1×1(gate(x)))☉
SiLU(Conv1×1(value(x))) (6)

该门控机制通过逐元素乘法实现特征的自适应权重

分配,有效增强了特征表达能力。
在通道维度上,ChannelAggregation通过特征分解策

略实现通道信息的有效重分配。该模块首先通过 Conv
 

1×1进行通道扩展,随后利用DWConv
 

3×3提取局部特

征,经过GELU激活函数处理后再通过Conv
 

1×1降维,
最后通过Subtract操作和可学习的ElementScale缩放因

子σ调控分解强度:

x=x+σ(x-GELU(Conv1×1(DWConv3×3(Conv1×1(x)))))
(7)

从计算复杂度角度分析,MCGA模块的主要计算开销

包括多阶深度卷积的浮点运算量O(C·H·W·k2)和门

控聚合机制的复杂度O(2·C·H·W),其中k为卷积核

大小。相比传统ResNet-18
 

BasicBlock,MCGA模块通过

深度可分离卷积和跨阶段部分连接设计有效控制参数增

长,保持了较低的计算复杂度。
改进主干网络通过多阶特征交互和自适应门控聚合

的设计,解决了传统卷积网络在小目标特征提取方面的局

限性。该网络架构在保持计算效率的前提下,有效提升了

模型对航拍图像中小目标的特征感知能力,有效抑制了背

景噪声的干扰,增强了目标与背景的特征区分度。

1.2 小目标特征金字塔 Micro-OmniPyramid
  在航拍无人机小目标检测任务中,传统特征金字塔网

络(feature
 

pyramid
 

network,
 

FPN)[25]在上采样过程中容

易导致小目标的边界、轮廓和纹理等关键细节丢失或模糊

化。如图3(a)所示,RT-DETR模型采用跨阶段特征融合

(cnn-based
 

cross-scale
 

feature
 

fusion,
 

CCFF)结构通过上

采样和拼接操作构建多尺度特征,但仍存在浅层高分辨率

信息利用不足的问题。为改善上述问题,提出一种名为

Micro-OmniPyramid的特征融合架构。
不同于直接引入P2检测层[18]增加计算开销的方法,

如图3(b)所示,该模块通过并行处理3路不同尺度的特征

并在通道维度进行融合:来自P2层的高分辨率特征经

SPD卷积稀疏编码策略[26]进行空间到深度转换,该模块采

用步长为2的下采样策略后接核大小为3×3、步长为1的

卷积层将通道数从64扩展至128;P4特征(256通道)通过

1×1卷积降维至128通道后经2倍上采样恢复至P3对应

的空间尺度;P3特征(128通道)则通过跨层连接直接传

递。3路特征在通道维度拼接形成384通道的多尺度融合

特征图,随后输入CESK进行跨阶段特征增强,最后通过

RepC3模块完成特征提取与通道重构,输出增强特征。

图3 特征融合网络结构

Fig.3 The
 

network
 

structure
 

of
 

feature
 

fusion

1.3 跨阶段增强空间核模块CESK
  CESK构建局部-中尺度-全局三层级感受野体系,实
现对不同尺度特征的自适应权重分配。在特征融合阶段,
原始小目标特征图与经过多尺度处理的特征图通过残差

连接方式进行加权融合,最后经过降维操作完成特征空间

的优化重构。
如图4(a)所示,CESK设计思想来源于为OmniKernel

特征提取模块[27],采用跨阶段部分连接架构降低计算复杂

度。在CESK结构中,输入特征首先经过1×1卷积进行

通道变换并保持通道数不变,然后按照通道分割比例划分

为两个分支:25%通道进入 OmniKernel处理分支进行多

尺度特征提取,75%通道作为恒等映射分支直接传递。两

个分支在通道维度拼接后通过1×1卷积完成特征融合。
如图4(b)所示,OmniKernel核心模块采用分解重构

策略将原始卷积核解耦为四种异构深度卷积核:点域感受

野的DConv
 

1×1、垂直感受野的DConv
 

31×1、标准感受

野的DConv
 

31×31、水平感受野的DConv
 

1×31。通过并

行处理实现多方向感受野的全向覆盖。输入特征首先经

过1×1卷积和GELU激活进行通道映射,4个异构卷积分

支和全局感知模块的特征通过加权求和机制进行融合,经
ReLU非线性激活和逐点卷积降维处理后,最终通过残差
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机制与输入特征进行自适应融合,与输入特征通过残差连

接进行自适应融合。

图4 CESK模块

Fig.4 The
 

module
 

of
 

CESK

如图5所示,全局感知模块包含双域通道注意模块

(dual-domain
 

channel
 

attention
 

module,
 

DCAM)与频率空

间注意模块(frequency-spatial
 

attention
 

module,
 

FSAM)。

DCAM通过频域通道注意力(frequency
 

channel
 

attention,
 

FCA)和空域通道注意力(spatial
 

channel
 

attention,
 

SCA)
的级联实现双域特征增强,其处理过程可表示为:

XFCA = -1 Conv1×1 GAP (X)    ☉ (X)  
(8)

XSCA =Conv1×1 GAP(XFCA)  ☉XFCA (9)
其中, 和 -1 分别表示二维快速傅里叶变换(fast

 

Fourier
 

transform,
 

FFT)和逆快速傅里叶变换(inverse
 

fast
 

Fourier
 

transform,
 

IFFT),GAP表示全局平均池化,

|·|表示复数的模长运算。

FSAM在XSCA 基础上采用双路径结构:一路通过1×1
卷积进行通道调制,另一路通过1×1卷积后进行FFT变

换到频域,两路特征在频域进行复数域乘法运算,再通过

IFFT变换回空域并取模长,最终通过可学习参数α和β完

成残差加权融合。
引入 Micro-OmniPyramid模块的优势在于其多层级

并行处理结构,不仅提高了网络全局范围内对多尺度特征

的理解和表达能力,而且通过局部模块的结构优化,确保

模型在不过度增加计算开销的情况下,能够更高效地捕捉

并学习跨尺度的特征信息,增强模型在小尺度场景下的表

征能力。

图5 DCAM与FSAM模块

Fig.5 The
 

modules
 

of
 

DCAM
 

and
 

FSAM

1.4 特征融合模块EFC
  RT-DETR针对特征交互设计的CCFF结构主要基于

特征拼接Concat操作实现不同尺度特征图的整合与交互,
实现将主干网络输出的多层级特征空间维度统一,建立跨

分辨率特征的直接连接通路,但该操作本质上仍属于静态

融合范畴,未能充分建模特征通道间的语义依赖关系,在
应对航拍场景中背景干扰强烈、小目标特征微弱且易被淹

没的复杂情况时,其融合效果仍存在优化空间。
为改善上述问题,引入增强特征融合策略EFC[28],该

策略专门设计用于两个不同尺度特征图间的自适应融合,
通过替换原有特征融合架构中部分特征拼接操作,实现多

尺度特征的自适应融合和语义信息的有效保持。EFC特

征融合模块如图6所示。

图6 EFC模块

Fig.6 The
 

module
 

of
 

EFC

EFC策略的核心创新在于构建了一个双分支自适应

特征融合框架,该框架集成了分组特征聚焦单元(group-
wise

 

feature
 

focusing
 

unit,
 

GFF)和多级特征重建模块

(multi-level
 

feature
 

reconstruction
 

module,
 

MFR)。GFF
单元通过对融合特征进行通道分组并应用多层次分组注

意力机制思想,捕获异构语义层次的特征激活模式;MFR
模块则利用自适应权重分配动态调控多尺度特征的贡献,
并通过深度可分离卷积与逐点卷积的组合实现特征的渐

进式重构。该设计在保持原始特征语义一致性的同时,有
效增强了跨尺度特征间的互补性,从而为微小目标物体提

供了更丰富、判别性更强的特征表示。
如图7所示,GFF单元通过将融合后的特征图按通道

维度均匀划分为G 个子组,每个子组独立进行特征增强处

理。具体而言,对于输入特征Xglobal∈RC×H×W,首先通过全

局注意力门控机制生成空间注意力权重,然后将特征图分
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解为{X1,X2,…,XG},其中G=4。对于第g个特征子组

Xg ∈RC/G×H×W,GFF单元基于自适应特征聚合的处理过

程可以表示为:

(t)
g =Softmax∑

H

i=1
∑

W

j=1
X(i,j)

g ☉Φ 1
HW∑

HW

k=1
X(k)

g 􀱋W(g)
α  

dk +  􀳱
β Xg  (10)

其中, (t)
g 表示第g 个子组在时间步t的动态注意力

响应矩阵,Φ(·)为非线性激活函数,W(g)
α ∈R(C/G)×(C/G)是

第g 组的可学习参数矩阵,􀱋表示Kronecker积运算,􀳱表

示 Hadamard积积, β(·)为基于层归一化的变换函数,

dk =C/G 为缩放因子, 为数值稳定性常数。

图7 GFF单元

Fig.7 The
 

unit
 

of
 

GFF

如图8所示,MFR模块负责根据特征的重要性动态

分配处理路径,实现特征的自适应重建。该模块首先通过

全局自适应平均池化提取特征的全局统计信息,然后基于

阈值比较策略将特征分为高权重路径和低权重路径进行

差异化处理。对于全局特征Xglobal,MFR模块的重建过程

公式表示为:

Xrecon = high Xglobal☉IIw≥τ  + low Xglobal☉IIw<τ  +
norm Xgrouped  (11)

其中,w =σ GAPXglobal    表示通过全局平均池化

和Sigmoid激活函数得到的权重系数,τ为自适应阈值,II
为指示函数, high 和 low 分别表示高权重路径的逐点卷积

操作和低权重路径的深度可分离卷积操作, norm 表示组归

一化处理函数。

图8 MFR模块

Fig.8 The
 

module
 

of
 

MFR

EFC特征融合策略通过引入分组特征聚焦单元和多

级特征重建模块,构建了一个高效的自适应特征融合框

架,解决了传统特征融合方法中存在的语义信息丢失和冗

余特征干扰问题。相较于传统的Concat操作,EFC策略

能够更好地捕获小目标的细粒度特征,提升模型对航拍场

景中复杂背景下小目标的检测性能。

1.5 IMIoU损失函数

  RT-DETR所用的边界框损失函数
 

(generalized
 

iou,
 

GIOU)在处理航拍无人机小目标检测任务时,对于IoU数

值变化表现出较低的敏感性,这种敏感性不足导致模型在

训练过程中难以精确捕捉小目标的边界信息变化。为改

善这 一 关 键 问 题,提 出 改 进 边 界 框 损 失 函 数 (inner-
modified

 

penalty
 

distance
 

IoU,
 

IMIoU),通过引入内部区

域感知机制和多点距离惩罚策略,显著提升了模型对小目

标边界预测的敏感性和精确性,从而有效改善了小目标检

测的整体性能。

IMIoU损失函数融合了InnerIoU[29]和 MPDIoU[30]两

种互补的几何约束机制。InnerIoU通过构建缩放的内部

重叠区域来增强模型对目标核心区域的感知能力,而
MPDIoU则通过多点距离度量来约束预测框与真实框之

间的几何关系。这种双重约束策略既保证了小目标检测

的鲁棒性,又维持了边界框回归的精确性,为航拍无人机

小目标检测提供了更加稳定且高效的优化目标。损失函

数定义如图9所示。

图9 IMIoU定义图

Fig.9 The
 

definition
 

diagram
 

of
 

IMIoU

InnerIoU通过引入缩放因子ratio对原始边界框进行

内部收缩,构建更加紧密的核心区域来计算交并比,从而

减少边界不确定性对损失函数的影响。具体而言,对于输

入的边界框坐标,首先根据缩放因子计算内部边界框的坐

标范围,然后基于收缩后的边界框计算交集和并集面积。

InnerIoU的基本计算公式定义为:

InnerIoU=
inter
union

(12)

内部交集面积的计算公式为:

inter=max
0,min(xinner

1 ,xinner
2 )

-max(xinner
1 ,xinner

2 )  ×
max

0,min(yinner
1 ,yinner

2 )

-max(yinner
1 ,yinner

2 )  (13)
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内部并集面积的计算公式为:

union=w1×h1×ratio2+w2×h2×ratio2-
inter+ε (14)

其中,wi 和hi 分别表示第i个边界框的宽度和高度,

ratio为内部缩放因子,ε为防止除零的常数。

MPDIoU通过计算预测框与真实框对应顶点之间的

欧几里得距离来引入几何惩罚项,确保边界框在空间位置

上的精确对齐。该机制重点关注边界框左上角和右下角

顶点的位置偏差,通过距离惩罚来约束预测框的几何形状

和位置精度。MPDIoU的惩罚项计算公式定义为:

MPDpenalty =
d1

hw
+

d2

hw
=
(xlt

2 -xlt
1)2+(ylt

2 -ylt
1)2

hw
+

(xrb
2 -xrb

1)2+(yrb
2 -yrb

1)2

hw
(15)

其中,d1 和d2 分别表示左上角和右下角顶点之间的

欧几里得距离平方,hw 为归一化因子,下标lt和rb分别代

表左上角和右下角坐标。
综合InnerIoU和 MPDIoU的优势,IMIoU损失函数

的最终表达式定义为:

IMIoU =1-InnerIoU+
d2
1+d2

2

hw
,

 

hw =2 (16)

IMIoU损失函数通过InnerIoU提供稳定的核心区域

约束,同时借助 MPDIoU的多点距离惩罚机制确保边界框

的精确定位,形成了一个既鲁棒又精确的优化目标。该函

数能够有效缓解小目标检测中的边界框敏感性问题,提高

  

模型训练的稳定性,并在保持计算效率的同时显著提升航

拍无人机场景下小目标的检测精度和定位准确性。

2 实验及结果分析

2.1 数据集

  本实验共采用3个开源小目标数据集:VisDrone2019、

CODrone和TinyPerson。数据集的散点密度分布分别如

图10(a)~(c)所示,数据集示例分别如图10(d)~(f)所
示。其中,VisDrone2019数据集是专为无人机航拍图像目

标检测设计,由天津大学AISkyeYE团队发布。该数据集

包含6
 

471张用于训练的图像、1
 

610张测试图像和548张

验证图像,数据集涵盖了10种目标类别,如行人、汽车、面
包车等,目标尺寸涵盖范围大且多数在复杂的背景环境以

及不同的天气条件。鉴于无人机图像中的目标通常面临

小尺度、遮挡和不均匀样本分布等挑战,VisDrone2019数

据集成为评估目标检测算法在复杂环境下表现的一个重

要基准,对于验证小目标检测模型精度和鲁棒性具有现实

意义。

CODrone数据集是专为无人机航拍图像有向目标检

测设计,由厦门大学团队发布。该数据集涵盖12种目标

类别,数据集按照官方5∶2∶3的比例划分为训练集、验证集

和测试集,分别包含5
 

002、2
 

001和3
 

001张图像。数据采

集覆盖3种飞行高度和两种相机角度的组合,在白天和夜

间不同光照条件下拍摄,为评估算法在无人机航拍场景下

的泛化性能提供了重要的测试基准。

图10 数据集散点密度分布及示例图

Fig.10 The
 

scatter
 

density
 

distribution
 

and
 

example
 

diagram
 

of
 

the
 

datasets
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  TinyPerson数据集是专为小目标检测设计,由中科院

大学团队发布。该数据集包含1
 

610张图像,其中794张

图片作为训练集,816张图片作为测试集。数据采集主要

覆盖海洋和海滩场景,为海上搜救、远距离监控等应用提

供了重要的评估基准,突出了小目标检测在复杂背景下的

技术挑战。

2.2 实验环境与参数配置

  本实验环境在 Ubuntu
 

22.04操作系统上进行,硬件

平台 包 括 AMD
 

EPYC
 

9654处 理 器、NVIDIA
 

GeForce
 

RTX
 

4090(24
 

GB显存)显卡、40
 

GB系统内存。软件环境

方面,编 译 和 运 行 环 境 Python
 

3.10,深 度 学 习 框 架

PyTorch
 

2.1.0,CUDA版本为12.1。在模型训练过程中,
训练轮次设定为300,批量大小为8,数据加载器的num_

workers设置为8。优化器采用AdamW,初始学习率设为

0.0001,权重衰减默认为0.0001。

2.3 评价指标

  本 文 采 用 了 参 数 量 (Params)、浮 点 运 算 量

(GFLOPs)、准确率(Precision,
 

P)、召回率(Recall,
 

R)、平
均精度均值(mean

 

average
 

precision,
 

mAP)和每秒帧数

(frames
 

per
 

second,
 

FPS)作为模型的评价指标。

P 是指模型预测为正样本的样本中实际为正样本的

比例;R 是指模型正确预测为正样本的样本占实际正样本

的比例,计算公式为:

P =
TP

TP+FP
(17)

R =
TP

TP+FN
(18)

式中:TP 表示真阳性样本的数量,FP 表示假阳性样本的

数量,FN 表示假阴性样本的数量。高准确率意味着模型

对正样本的预测更加可靠。
平均精度均值是多类别平均精度(average

 

precision,
 

AP)的平均值,用于评估模型在所有类别上的整体性能。

AP 是通过计算精确率-召回率(PR)曲线下的面积得到的,
计算公式为:

AP =∫
1

0
P(R)dR (19)

式中:P(R)表示在给定召回率R 时的精确率。

mAP 计算公式为:

mAP =
1
K∑

K

i=1
APi (20)

式中:K 为类别数量;APi表示第i个类别的平均精度。本文

计算mAP@0.5和mAP@0.5:0.95分别表示在IoU阈值为

0.5时的平均精度和在IoU从0.5~0.95的平均精度。

2.4 主干网络对比实验

  为验证本文提出的 MCGA 主干网络的有效性,以

ResNet-18作为基线模型,选取了近年来具有代表性的轻

量化主干网络进行对比实验,包括 MobileNetV4-Conv-M、

StarNet-S3、EfficientViT-M3、Fasternet-T1和RepViT-M1
等先进网络架构。实验结果如表1所示。从实验结果可

以看出,各模型在不同评价指标上表现存在明显差异,在
精确 率 上,本 文 提 出 的 MCGA 相 比 基 线 模 型 提 升 了

1.4%,同时优于其他所有对比网络。从召回率的指标分

析得出 MCGA 的表现最为突出,相比基线模型提升了

1.6%,显著超越了 MobileNetV4-Conv-M 和Starnet-S3。
在目标检测的核心指标 mAP@0.5当中,MCGA 达到

48.9%的最佳成绩,相比基线模型提升了1.5%,比表现次

优的Fasternet-T1高出2.4%。最后,在 mAP@0.5:0.95
指标上,MCGA相比基线模型提升了1.1%,充分证明了

其在不同IoU阈值下的检测精度优势。从模型复杂度角

度分析,MCGA的参数量相比基线模型减少了27.1%,计
算量虽然略高于部分轻量化网络,但考虑到其显著的精度

提升,仍保持了良好的效率平衡。从检测速度角度分析,

MCGA的FPS为74.3,虽然相比基线模型略有下降,这是

由于引入门控聚合机制带来的额外计算开销,但其检测速

度仍显著优于EfficientViT-M3和RepViT-M1。实验结果

表明了 MCGA在保持模型轻量化的同时,在精确率、召回

率和平均精度等关键指标上均取得了最优表现,实现了检

测精度与模型复杂度的有效平衡,有效验证了所提出的主

干网络改进策略对于航拍无人机小目标检测任务的有效

性。实验结果表明了 MCGA在保持模型轻量化的同时,
在精确率、召回率和平均精度等关键指标上均取得了最优

表现,有效验证了所提出的主干网络改进策略对于航拍无

人机小目标检测任务的有效性。

表1 不同主干网络对比结果

Table
 

1 The
 

comparison
 

results
 

of
 

different
 

backbone
 

networks
主干网络 P/% R/% mAP@0.5/% mAP@0.5:0.95/% GFLOPs Params/106 FPS(bs=1)
ResNet-18 60.7 46.3 47.4 28.8 57.0 19.9

 

94.9
MobileNetv4-Conv-M 59.5 42.3 43.1 25.9 39.5 11.3

 

84.1
Starnet-S3 59.3 42.3 43.6 26.4 35.3 14.1

 

77.4
Fasternet-T1 61.9 45.3 46.5 28.0 37.3 14.4

 

84.2
RepViT-M1 60.1 45.1 46.1 28.1 49.5 15.0

 

66.1
EfficientViT-M3 59.5 44.8 45.7 27.8 41.2 15.2

 

45.9
MCGA 62.1 47.9 48.9 29.9 37.9 14.5

 

74.3
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2.5 损失函数对比实验

  为验证本文提出的IMIoU损失函数的有效性,在基

线模型 的 基 础 上 使 用 VisDrone2019数 据 集 进 行 多 种

IoU损失函数的对比实验,实验结果如表2所示。基线

模型采用 GIoU作为默认的IoU损失函数,为全面评估

IMIoU的性能表现,选取了目前广泛应用的IoU、CIoU、

ShapeIoU、InnerIoU和 MPDIoU 损 失 函 数 进 行 对 比 分

析。实验结果表明,本文提出的IMIoU损失函数在两

个关 键 指 标 上 均 取 得 了 最 优 性 能,mAP@0.5达 到

48.2%,相 比 基 线 GIoU 的 47.4% 提 升 了 0.8%,

mAP@0.5:0.95达到29.8%,相比基线的28.8%提升

了1.0%。相较于传统IoU损失函数,IMIoU能够更加

精确地感知目标边界变化并实现更准确的边界框定位,
显著改 善 了 小 目 标 的 边 界 识 别 效 果。这 充 分 证 明 了

IMIoU通过融合InnerIoU内部区域感知和 MPDIoU多

点距离约束机制能够有效提升小目标检测的精度和鲁

棒性,验证了该损失函数在航拍无人机小目标检测任务

中的优越性和实用性。

表2 不同IoU对比结果

Table
 

2 The
 

comparison
 

results
 

of
 

different
 

IoU

IoU GIoU CIoU ShapeIoU InnerIoU MPDIoU IMIoU
mAP@0.5/% 47.4 47.5 47.6 46.7 47.6 48.2

mAP@0.5:0.95/% 28.8 28.7 28.9 28.1 29.0 29.8

2.6 消融实验

  本文采用了多种方法对RT-DETR模型进行改进,为验

证本文提出的各改进模块的有效性,在公开的VisDrone2019
小目标数据集上进行了消融实验。实验结果如表3所示。基

准RT-DETR模型在该数据集上的 mAP@0.5为47.4%,

mAP@0.5:0.95为28.8%。通过逐步添加改进模块进行消融

分析发现,MCGA模块能够有效提升检测精度,使mAP@0.5

提升1.5%,mAP@0.5:0.95提升1.1%,同时显著减少参数

量27.1%和计算量13.2%,体现了轻量化设计的优势;Micro-
OmniPyramid(MOP)模块相较于基线模型 mAP@0.5提升

2.0%,mAP@0.5:0.95提升1.5%;EFC模块使用相较基线模

型mAP@0.5小幅提升0.1%,mAP@0.5:0.95提升0.4%;

IMIoU损失函数的改进使mAP@0.5提升0.8%,mAP@0.5:

0.95提升1.0%。

表3 消融实验结果

Table
 

3 The
 

results
 

of
 

the
 

ablation
 

experiment
序号 MCGA MOP EFCIMIoU P/% R/% mAP@0.5/% mAP@0.5:0.95/% Params/106 GFLOPs FPS(bs=1)

1 × × × × 60.7 46.3 47.4 28.8 19.9 57.0 94.9
2 √ × × × 62.1 47.9 48.9 29.9 14.5 49.5 74.3
3 × √ × × 62.7 48.1 49.4 30.3 20.5 65.2 86.7
4 × × √ × 61.4 45.9 47.5 29.2 20.8 63.6 71.9
5 × × × √ 61.9 46.4 48.2 29.8 19.9 57.0 92.8
6 √ √ × × 63.0 49.6 50.5 31.2 15.7 65.2 69.6
7 √ √ √ × 63.9 49.7 50.9 31.6 17.2 68.2 59.6
8 √ √ √ √ 63.6 49.8 51.3 31.9 17.2 68.2 60.5

  最终改进的 MGEF-DETR模型相比于基线模型在检

测精度上实现了显著提升,mAP@0.5提升3.9%,mAP@
0.5:0.95提升3.1%,同时精确度提升2.9%,召回率提升

3.5%,检测速度达到60.5
 

fps,在精度显著提升的同时保

持了良好的实时检测性能,能够有效解决航拍场景下无人

机小目标检测精度不足、特征表达能力弱、多尺度目标融

合效果差等问题。
2.7 不同模型对比实验

  为进一步验证改进算法 MGEF-DETR模型在航拍小

目标 检 测 任 务 中 的 先 进 性,本 研 究 在 VisDrone2019、
TinyPerson和CODrone

 

3个数据集上进行了充分的对比

实验,实验结果分别如表4~6所示。在 VisDrone2019数

据集上,选取了涵盖单阶段、双阶段以及基于Transformer
架构的多种主流检测算法进行对比,包括 YOLO 系列、
RetinaNet、TOOD、GFL、YOLOX等单阶段检测器,Faster

 

R-CNN 和 Cascade
 

R-CNN 等 双 阶 段 检 测 器,DDQ-
DETR[31]、DINO[32]等Transformer模型变体,以及DMU-
YOLO[33]和 MSM-DETR[34]等主流目标检测模型算法。
在TinyPerson和CODrone数据集上,主要选取了YOLO
系列 最 新 模 型 (YOLOv8m 至 YOLOv12m)以 及 基 于

Transformer架构的DINO模型进行对比验证。
在VisDrone2019数据集上,MGEF-DETR相较于基

线模型RT-DETR在各项指标上均有显著提升,体现了改

进方法在性能提升和模型轻量化方面的双重优势。与其
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  表4 VisDrone2019
 

数据集对比实验结果

Table
 

4 The
 

comparison
 

experiment
 

results
 

of
 

the
 

VisDrone2019
 

dataset
模型 P/% R/% mAP@0.5/% mAP@0.5:0.95/% Params/106 GFLOPs FPS(bs=1)

Faster
 

R-CNN 50.5 36.6 39.3 23.3 41.4 208.0 60.2
Cascade

 

R-CNN 50.7 36.5 39.6 23.9 69.3 236.0 48.4
RetinaNet 47.7 38.0 37.0 22.2 36.5 210.0 62.5
TOOD 47.1 38.0 36.7 22.0 32.0 199.0 47.7

DDQ-DETR[31] 53.8 45.3 44.7 26.0 - - 22.0
DINO[32] 49.7 43.4 41.8 23.6 47.6 274.0 29.2
GFL 45.5 36.4 35.2 20.9 32.3 206.0 62.6
YOLOX 52.0 39.2 39.5 22.9 25.3 73.8 119.7
YOLOv5m 54.0 40.6 42.4 25.7 25.1 64.0 253.1
YOLOv5l 54.5 42.9 43.8 26.8 53.1 134.7 188.4
YOLOv8s 49.9 38.4 39.0 23.2 11.1 28.5 336.0
YOLOv8m 53.8 41.3 42.2 25.7 25.8 78.7 257.8
YOLOv9m 55.1 42.6 43.9 26.8 20.0 76.5 170.5
YOLOv9c 54.5 43.4 44.7 27.1 25.3 102.4 153.3
YOLOv10m 54.7 41.1 42.7 26.0 15.3 58.9 213.2
YOLOv10b 54.8 42.1 43.9 27.0 19.0 91.7 209.2
YOLOv10l 56.4 43.0 45.1 27.8 24.3 120.0 175.0
YOLOv11m 54.5 43.2 44.4 27.0 20.0 67.7 208.4
YOLOv11l 55.8 43.1 44.6 27.5 25.3 86.6 137.0
YOLOv12m 53.7 42.0 43.4 26.3 20.1 67.2 163.1
YOLOv12l 56.1 43.0 44.7 27.6 26.3 88.6 99.3
RT-DETR 60.7 46.3 47.4 28.8 19.9 57.0 94.9
文献[17] 63.2 47.3 49.4 30.2 33.8 - 54.1

EMRT-DETR[18] 62.0 46.6 48.8 30.5 13.8 68.1 52.0
DMU-YOLO[33] 58.6 47.4 48.1 29.7 25.4 89.5 -
MSM-DETR[34] - - 49.5 30.6 22.2 72.9 81.0

MGEF-DETR(本文) 63.6 49.8 51.3 31.9 17.2 68.2 60.5

表5 TinyPerson
 

数据集对比实验结果

Table
 

5 The
 

comparison
 

experiment
 

results
 

of
 

the
 

TinyPerson
 

dataset
模型 P/% R/% mAP@0.5/% mAP@0.5:0.95/% Params/106 GFLOPs FPS(bs=1)

YOLOv8m 36.9
 

18.8
 

17.4
 

6.2
 

25.8
 

78.7 260.1
YOLOv9m 38.4

 

18.5
 

17.4
 

6.2
 

20.0
 

76.5 171.7
YOLOv10b 37.1

 

19.1
 

17.6
 

6.3
 

19.0
 

91.6 211.2
YOLOv11m 38.4

 

19.4
 

18.0
 

6.6
 

20.0
 

67.7 212.9
YOLOv12m 38.5

 

20.0
 

19.0
 

6.9
 

20.1
 

67.1 169.0
DINO[32] 16.6

 

19.7
 

8.6
 

2.8
 

47.6
 

274.0 27.5
RT-DETR 40.1 24.0 19.8 7.0 19.9 56.9 94.5

MGEF-DETR(本文) 42.5 25.5 21.5 7.7 17.1 68.2 60.4

他主流模型相比,在精确率方面,MGEF-DETR 超越了

YOLO系列最高值(YOLOv10l)7.2%。在 mAP@0.5指

标上,MGEF-DETR取得了51.3%的最高性能,超越了同

样基于 Transformer架构的 MSM-DETR、YOLO系列表

现最 佳 的 YOLOv10l,相 比 双 阶 段 算 法 中 表 现 最 好 的

Cascade
 

R-CNN提升了11.7%,证明了改进模型在目标定

位精度方面的显著优势。在 mAP@0.5:0.95指标上,
MGEF-DETR大幅超越了Faster

 

R-CNN、Cascade
 

R-CNN
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  表6 CODrone
 

数据集对比实验结果

Table
 

6 The
 

comparison
 

experiment
 

results
 

of
 

the
 

CODrone
 

dataset
模型 P/% R/% mAP@0.5/% mAP@0.5:0.95/% Params/106 GFLOPs FPS(bs=1)

YOLOv8m 41.0 29.7 27.4 14.0 25.8 78.7 258.5
YOLOv9m 42.8 30.4 28.1 14.4 20.0 76.6 168.6
YOLOv10b 42.9 30.2 28.7 14.9 19.0 91.7 205.0
YOLOv11m 42.7 31.3 29.4 15.1 20.0 67.7 207.4
YOLOv12m 42.0 30.8 28.8 14.8 20.1 67.2 161.2
DINO[32] 38.4 32.7 30.5 15.3 47.6 274.0 28.1
RT-DETR 44.5 34.5 31.5 16.0 19.9 57.0

 

93.9
MGEF-DETR(本文) 43.7 36.5 33.9 17.6 17.2 68.2 61.0

和DINO等主流检测器,提升幅度超过8%。与同样基于

Transformer架构的 MSM-DETR相比,MGEF-DETR在

mAP@0.5:0.95指标上提升1.3%的同时,参数量减少

22.5%,检测速度达到60.5
 

fps,显著优于DINO和DDQ-
DETR,在精度与速度上实现了良好平衡。

在TinyPerson数据集上,MGEF-DETR相较于基线模

型RT-DETR精确率提升2.4%,召回率提升1.5%,mAP@
0.5提升1.7%,mAP@0.5:0.95提升0.7%。在与其他模

型的对比中,MGEF-DETR展现出突出的小目标检测能力。
相较于基于DINO模型,MGEF-DETR在 mAP@0.5指标

上实现了12.9%的大幅提升,充分说明了改进算法在处理

极 小 目 标 时 的 优 越 性。与 YOLO 系 列 最 新 模 型

YOLOv12m相比,MGEF-DETR在各项指标上均有显著提

升,尤其在召回 率 方 面 提 升 了5.5%,同 时 检 测 速 度 为

60.4
 

fps,相比DINO提升明显,验证了改进模型的实用性。
在CODrone数据集上,MGEF-DETR相较于基线模

型RT-DETR在目标捕获能力方面表现尤为突出,召回率

提升2.0%,mAP@0.5提升2.4%,mAP@0.5:0.95提升

1.6%。与其他模型的对比结果显示MGEF-DETR在复杂

无人机检测场景下具有显著优势,与 DINO 模型相比,

MGEF-DETR在 mAP@0.5:0.95指标上提升2.3%,同
时参数量仅为DINO的36.1%,检测速度是DINO的两倍

以上,充分展现了改进模型的架构优势。
综合3个数据集的对比实验结果表明,MGEF-DETR

在不同类型的航拍小目标检测任务中均展现出了优异的

性能。相较于基线模型RT-DETR,改进模型在保持轻量

化优势的同时,在所有关键性能指标上均实现了显著提

升,验证了所提出改进方法的有效性。与当前主流的单阶

段、双 阶 段 以 及 基 于 Transformer的 检 测 算 法 相 比,

MGEF-DETR均展现出显著的性能优势,尤其在小目标检

测精度和模型效率方面取得了良好的平衡,充分证明了改

进算法在航拍复杂场景下的鲁棒性和先进性。

2.8 特征融合特征图分析

  为深入分析EFC特征融合模块相较于传统Concat操

作在特征表达和信息整合方面的优势,通过特征图可视化

技术对两种融合策略的效果进行对比分析。特征图可视

化结果 如 图 11 所 示,分 别 展 示 了 在 VisDrone2019 如

图11(a)所示、CODrone如图11(b)所示和TinyPerson如

图11(c)所示3个数据集上Concat操作与EFC模块的特

征激活模式差异。

图11 不同特征融合方法的特征映射可视化

Fig.11 The
 

feature
 

map
 

visualization
 

of
 

different
 

feature
 

fusion
 

methods
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  从可视化结果可以明显观察到,传统Concat操作产生

的特征图在小目标区域表现出较为分散和不连续的激活

模式,特别是在图像中那些尺寸微小的目标区域(以绿色

和蓝绿色高亮显示),激活响应呈现零散分布,缺乏有效的

空间连贯性。这种现象表明简单的特征拼接操作难以充

分建模不同尺度特征间的语义关联,导致小目标的关键特

征信息在融合过程中出现弱化甚至丢失。
相比之下,EFC特征融合模块在相同的小目标区域展

现出显著改善的特征表达能力。可视化结果显示,EFC产

生的特征图在小目标位置呈现更加集中、连贯且强烈的激

活响应,特征激活区域不仅在空间上更加紧密,而且在强

度上表现出更高的响应值。这种改善得益于EFC模块中

GFF和 MFR的协同作用:GFF通过多层次分组注意力机

制有效捕获异构语义层次的特征激活模式,而 MFR则通

过自适应权重分配动态调控多尺度特征的贡献权重,从而

实现更加精准和判别性的特征融合效果。
在 Micro-OmniPyramid架构设计中,P2层与P3层的

融合仍采用传统Concat操作而非EFC模块。由于EFC
模块设计为双输入架构,专门针对两个不同尺度特征图间

的自适应融合进行优化,而P2与P3层的融合属于相邻尺

度间的直接信息传递,更适合采用简单高效的拼接操作;

P2层包含丰富的高分辨率细节信息,通过SPD卷积稀疏

编码策略已经实现了有效的特征压缩和表征,此时引入复

杂的融合机制可能带来不必要的计算开销而效果提升有

限;最后,实验表明在P2-P3融合阶段使用Concat操作能

够保持特征传递的稳定性,为EFC模块在更深层特征融合

中发挥作用奠定良好基础。

2.9 热力图分析

  为深入评估模型的检测性能,引入GradCAM++[35]

可视化技术进行定性分析,通过热力图直观展示网络对图

像中不同区域的注意力分布情况,从而增强算法的可解释

性,热力图结果如图12所示。首先,在昏暗目标密集且存

在遮挡的复杂场景中,如图12(a)所示,RT-DETR热力图

显示其对图像上方被遮挡行人的关注度较低,导致该区域

出现明显的漏检现象,模型难以有效识别被部分遮挡的小

目标;而图12(b)所示的 MGEF-DETR热力图则表现出对

该被遮挡行人区域显著增强的关注度,成功解决了漏检问

题并准确感知到被遮挡的行人目标。其次,在日常光照条

件下的密集目标场景中,图12(c)所示的RT-DETR热力

图显示其对位于图像左侧和右侧边缘区域的行人关注度

不足,出现了边缘小目标的漏检情况;相比之下,图12(d)
所示的 MGEF-DETR热力图在这些边缘区域表现出更强

的激活响应和更集中的注意力分布,准确检测到了原本被

漏检的行人目标。MGEF-DETR通过增强特征提取和信

息融合能力,显著提升了对复杂场景中小目标的感知能力

和检测精度,验证了所提出改进方法的有效性。

图12 热力图对比结果

Fig.12 The
 

comparison
 

results
 

of
 

the
 

heatmaps

2.10 检测结果分析

  从检测结果图的检测效果可以直观地看出改进模型

相较于原始RT-DETR的显著提升效果,检测效果如图13

所示。在日常光照条件下的密集目标场景中,图13(a)所
示的RT-DETR基线模型检测结果存在将道路障碍物误

识别为行人、摩托车错误分类为三轮车的误检现象以及漏
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图13 不同场景下检测结果对比图

Fig.13 The
 

comparison
 

diagram
 

of
 

detection
 

results
 

under
 

different
 

scenarios

检多辆带篷三轮车;而图13(b)所示的 MGEF-DETR模型

检测结果有效避免了将路障误识别为行人的情况,同时成

功准确识别出摩托车类别而非三轮车,并且准确的识别出

了多辆带篷三轮车。在日常光照条件下的高空俯视密集

目标场景中,图13(c)所示的RT-DETR基线模型检测图

像中出现了将地面标识、建筑物屋顶等非人体目标误识别

为行人的误检问题,同时存在将道路下水道误分类为面包

车的错误检测结果;相比之下,图13(d)所示的 MGEF-
DETR模型检测结果有效避免了上述误检问题,准确区分

了不同类别的目标对象。在夜间复杂光照条件下的高速

路段场景中,图13(e)所示的RT-DETR基线模型将位于

图像左下角区域的路灯设施误检测为卡车目标,反映出基
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线模型在低光照环境下的特征提取能力不足;而图13(f)
所示的 MGEF-DETR模型成功避免了将路灯误检测为卡

车的情况,保持了较高的检测准确性。此外,图13(g)所示

的RT-DETR基线模型检测结果中存在将位于图像左上

方的面包车误分类为小汽车以及将地面交通标识误检测

为小汽车的问题;图13(h)所示的 MGEF-DETR模型则准

确识别出左上方车辆为面包车类别,且未出现将地面标识

误检测为车辆的情况,体现出更强的目标分类精度。综合

上述检测场景,MGEF-DETR模型在复杂场景下对小目标

的识别准确性得到显著提升,有效解决了基线模型在目标

检测和分类任务中存在的误检和误分类问题。

3 结  论

  航拍无人机场景中存在的高空俯视视角、复杂背景干

扰、多尺度目标混合以及光照条件多变等特殊环境因素对

小目标检测的精度和实时性存在挑战,现有RT-DETR模

型在此类应用中出现检测精度不足和特征表达能力有限

等瓶颈。为此,本文提出改进模型 MGEF-DETR。本研究

从网络架构设计和优化策略两个维度进行系统性改进,

MCGA主干网络有效提升了模型对小目标细节特征的感

知能力;Micro-OmniPyramid金字塔网络强化了多尺度特

征的有效整合;EFC模块优化了特征间的语义关联性表

达;IMIoU损失函数增强了边界框回归的准确性。通过对

比实验和消融实验验证了各改进模块的有效性,MGEF-
DETR在主流数据集上实现了检测精度的显著提升,在与

当前先进检测算法的比较中展现出明显的性能优势。跨

数据集泛化实验进一步证实了模型的稳定性和适用性,表
明所提方法具备良好的实际应用潜力。尽管如此,当前模

型对严重遮挡场景的处理能力仍有待进一步增强。未来

研究将重点关注自适应特征学习和多任务联合优化机制,
以提升模型在实际航拍应用中的部署效果和检测性能。
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