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摘　要：针对定性数据环境下分类精度低且计算成本高的问题，提出了一种利用传统分类器和不同映射技术来提高
类别可分性的分类变量识别方法。通过将初始特征（分类属性）映射到实数域空间，利用卡方距离（Ｃ－Ｓ）作为差异性的
度量，增加特征空间的维数以提高类的可分性。运用ｔ－分布领域嵌入算法（ｔ－ＳＮＥ）将数据的维数降到２或３个特征，

从而减少了学习方法的计算时间。通过在公共分类数据集上的实验证明，Ｃ－Ｓ映射和ｔ－ＳＮＥ在保证识别精度的同时，

大大减少了识别任务的计算量。同时，当只将Ｃ－Ｓ映射应用于数据集时，类别的可分性得到了增强，从而显著地提高
了学习算法的性能。
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０　引　　言

　　数据分类是通过其类别的属性或特征对具有某种共同
属性或特征的数据进行区别归并［１］。正确的数据处理需要
提前得到数据库类型，而用于数据分析的算法和方法主要
集中在定量数据［２］。现有的数据分类大多采用决策树进行
识别，该方法由于鲁棒性差而存在局限性，并且对于验证数
据的性能也较低（泛化能力低）［３－４］。数据具有高度重叠的
特殊性，为了实现自动标记并正确识别数据，文献［５］提出
了基于模糊Ｃ－均值的无监督方法，但其计算时间较长。为
此，引入了相似系数、相似性度量、围绕中心点的划分
（ＰＡＭ）和聚类层次等方法对数据进行降维处理进而加快

分类速度［６－７］。针对定性数据（调查、测试、投票等）的复杂
性和重叠性，数据在未经处理或映射的条件下难以实现准
确的分类识别。因此，定性数据的分类需要借助有监督的
分类方法。文献［８］使用卡方距离（Ｃ－Ｓ）使 Ｋ均值适应不
同的空间，其目的是通过Ｃ－Ｓ将分类特征映射到另一个维
数更高、类别更可分离的空间。同时，定性数据映射到更高
维空间后面临计算复杂度高的困境。ｔ－分布领域嵌入算法
（ｔ－ＳＮＥ）作为一种非线性降维的机器学习算法［９］，在低维
空间下，ｔ－分布可替代高斯分布表达两点之间的相似度。
文献［１０］指出，ｔ－ＳＮＥ可在更小的输入空间（二维或三维）
中保留数据结构。因此，定性数据通过映射高维增加可分
性后，再借助学习算法压缩计算时间并有效保留数据结构
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成为了研究的重点。
本文提出了一种Ｃ－Ｓ与ｔ－ＳＮＥ相结合的数据分类方

法，利用Ｃ－Ｓ差异性将定性数据的整数域输入空间转换为
实数域空间，增加特征空间的维数以提高类别的可分性，加
快了传统分类器的处理性能。结合ｔ－ＳＮＥ来降低维数，从
而减少学习算法的计算时间。最后从精度和计算时间两方
面评估了所提出方法的性能。结果表明，Ｃ－Ｓ映射和

ｔ－ＳＮＥ在保证识别精度的前提下，大大减少了分类任务的
计算量。同时，当只将Ｃ－Ｓ映射应用于数据集时，类别的可
分性得到了增强，从而显著地提高了学习算法的性能。在
不减少输入空间的情况下，使用Ｃ－Ｓ映射分类数据可以获
得最佳的识别效果。

１　Ｃ－Ｓ

　　Ｃ－Ｓ利用包含每个属性频率的列联表得到卡方统计量
来衡量个体之间的差异性，Ｃ－Ｓ比较两个或两个以上独立
特征分类变量的响应计数为：

ｄｉｊ ＝ ∑
Ｄ

ｎ＝１

１
ｘ～ｎ
（ｘ～ｉｎ－ｘ～ｊｎ）槡 ２ （１）

其中，

ｘ～ｉｎ ＝
ｘｉｎ

∑
Ｄ

ｎ＝１
ｘｉｎ

（２）

ｘ～ｎ ＝
１
Ｄ∑

Ｄ

ｎ＝１
ｘｉｎ （３）

式中：Ｄ 为特征或维度的数量。Ｃ－Ｓ可以提高类别的可分
离性并允许进行分组。

２　ｔ－ＳＮＥ

　　由于数据映射到不同的空间而导致维数的增加。因
此，使用ｔ－ＳＮＥ算法将维数降为２或３个属性。为了保持
数据库的结构，本文在ｔ－ＳＮＥ的距离函数内实现Ｃ－Ｓ度量，
在提高分类数据的可分性的同时减少学习算法的计算

时间。

ｔ－ＳＮＥ最小化了两个分布之间的差异：通过输入目标

对Ｘ ＝（ｘ１，ｘ２，…，ｘＮ）∈Ｒ
Ｄ１ 来测量相似性的分布，结合

嵌入Ｙ＝（ｙ１，ｙ２，…，ｙＮ）∈Ｒ
Ｄ２ 中的低维对应点对来度量

相似性的分布，即Ｄ１＞Ｄ２。假设有Ｎ 个输入目标组成的
数据集Ｘ ＝ （ｘ１，ｘ２，…，ｘＮ）和计算两个目标之间的距离
的函数ｄ（ｘｉ，ｘｊ），ｔ－ＳＮＥ定义联合概率ｐｉ，ｊ 来测量ｘｉ 和
ｘｊ 之间的相似性。

ｐｉ，ｊ ＝ｐｊ，ｉ ＝
ｐｊ｜ｉ＋ｐｉ｜ｊ
２　Ｎ

（４）

其中，

ｐｊ｜ｉ ＝
ｅｘｐ－

ｄ（ｘｉ，ｘｊ）２

２σ２ｉ（ ）
∑
ｋ≠ｉ
ｅｘｐ－

ｄ（ｘｉ，ｘｋ）２

２σ２ｉ（ ）
（５）

ｐｉ｜ｉ ＝０ （６）

∑
ｉ，ｊ
ｐｉ，ｊ ＝１ （７）

在式（４）中，高斯核的带宽σｉ 设置为条件分布ｐｉ 的复
杂度等于预定义的复杂度μ。 因此，在数据密度较高的数
据空间区域内，σｉ 趋于变小，反之亦然。通过简单的二进
制搜索或具有鲁棒的根搜索方法找到每个输入目标的σｉ
最佳值。

ｔ－ＳＮＥ的目标是找到Ｄ２维映射Ｙ＝（ｙ１，…，ｙＮ）∈Ｒ
Ｄ２

用于反映最优相似性ｐｉ，ｊ。 因此，以类似的方式测量两点

ｙｉ和ｙｊ 之间的相似性。

ｑｊ，ｉ ＝
（１＋‖ｙｉ－ｙｊ‖２）－１

∑
ｋ
∑
ｋ≠ｌ

（１＋‖ｙｋ－ｙｌ‖２）－１
（８）

ｑｉ，ｉ ＝０ （９）
归一化ｔ检验的重尾允许不同输入目标ｘｉ 和ｘｊ 建模

低维对应的ｙｉ和ｙｊ。 插入点ｙｉ的位置通过最小化联合分
布Ｐ 和Ｑ 之间Ｋｕｌｌｂａｃｋ－Ｌｅｉｂｌｅｒ的散度来确定。

Ｃ（ε）＝ＫＬ（Ｐ‖Ｑ）＝∑
ｉ≠ｊ
ｐｉ，ｊｌｏｇ

ｐｉ，ｊ
ｑｉ，ｊ

（１０）

由于Ｋｕｌｌｂａｃｋ－Ｌｅｉｂｌｅｒ散度的非对称性，目标函数侧重
于通过嵌入空间中邻近点的高值来模拟ｐｉ，ｊ（相似目标）的
高值。当沿梯度下降时，目标函数最小化为：

Ｃ
ｙｉ

＝４∑
ｊ≠ｉ

（ｐｉ，ｊ－ｑｉ，ｊ）（ｙｉ－ｙｊ） （１１）

３　标准分类器

　　在监督学习阶段，本文测试了４种标准分类器：线性贝
叶斯（ＬＤＣ）、二次贝叶斯（ＱＤＣ）、支持向量机（ＳＶＭ）和最
近邻节点（ＫＮＮ）。目的是通过Ｃ－Ｓ映射来处理分类数据
以此提高类别的可分性，并通过ｔ－ＳＮＥ来降低维数。

３．１　ＳＶＭ
　　ＳＶＭ属于机器学习算法的一类，称为核方法。ＳＶＭ
中常用的核函数包括：ＲＢＧ、高斯、线性和多项式等［１１－１２］。
本文选择ＲＢＧ函数作为核函数，这是由于ＲＢＧ函数对不
同类型的数据具有灵活性。通过交叉验证设置ＲＢＦ核的

Ｇａｍｍａ和Ｃ超参数。

３．２　贝叶斯分类器

　　根据贝叶斯规则，Ｅ ＝ （ｘ１，…，ｘＤ）是类别Ｃ 的概
率为：

ｐ（Ｃ｜Ｅ）＝
ｐ（Ｃ｜Ｅ）ｐ（Ｃ）

ｐ（Ｅ）
（１２）

当且仅在以下情况下，Ｅ 分类为Ｃ＝ ＋类：

ｆＢ（Ｅ）＝
ｐ（Ｃ＝ ＋｜Ｅ）
ｐ（Ｃ＝ －｜Ｅ）≥

１ （１３）

式中：函数ｆＢ（Ｅ）为贝叶斯分类器。假设所有属性都独立
于类变量，即：

ｐ（Ｅ｜Ｃ）＝ｐ（ｘ１，…，ｘＤ｜Ｃ）＝∏
Ｄ

ｉ＝１
ｐ（ｘｉ｜Ｃ）（１４）
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得到的分类器为：

ｆＮ（Ｅ）＝
ｐ（Ｃ＝ ＋｜）
ｐ（Ｃ＝ －）∏

Ｄ

ｉ＝１

ｐ（ｘｉ｜Ｃ＝ ＋）
ｐ（ｘｉ｜Ｃ＝ －）

（１５）

式中：函数ｆＮ（Ｅ）为朴素贝叶斯分类器。ＬＤＣ和ＱＤＣ的
区别是协方差函数的假设。如果假设所有类别的协方差都
相等，则为ＬＤＣ，这使得计算预测分布提供了数学便利性，
但会丧失泛化能力。如果假设所有类别的协方差不同，则
为ＱＤＣ，这使得可以更准确地分离非线性数据，但预测分
布的计算更复杂。

３．３　ＫＮＮ
　　ＫＮＮ方法的学习过程基于数据存储。方法描述如下：
训练数据Ｘ ＝ｘ１，…，ｘＮ，具有标签的Ｙ ＝ｙ１，…，ｙＮ（Ｎ

为数据样本数量）存储在内存中。对于新样本ｘｉ∈ＲＤ，其
中Ｄ 是属性数量，在整个训练集中使用距离ｄ找到ｋ最近
邻（ｋ可以是１，３，５，７，…）。本文使用了 Ｍａｎｈａｔｔａｎ距离
计算距离ｄ。 Ｍａｎｈａｔｔａｎ距离定义为：

Ｍａｎｈ（ｘ，ｙ）＝ （ｘ－ｙ）Ｔ（ｘ－ｙ） （１７）
此外，本文测试了ｋ为３、５和７个近邻，但只给出了

ｋ＝３的最佳结果。

４　实验分析

４．１　数据集

　　本文测试了从 ＵＣＩ机器学习库下载的７个公共数据
集。数据库及其主要特性，如表１所示。

表１　从公共ＵＣＩ机器学习库下载的分类数据集

数据集 样本 特征 类别 类分布

听力学（标准化）（Ａ） ２２６　 ６９　 ２ ｛１２４，７６｝
气球（Ｂ） １６　 ４　 ２ ｛１２，８｝

乳腺癌（诊断）（ＢＣ） ６９９　 ９　 ２ ｛４５８，２４１｝
国际象棋（Ｃ） ３　１９６　 ３６　 ２ ｛１　６６９，１　５２７｝
淋巴影域（ＬＤ） １４８　 １８　 ２ ｛８１，６１｝

分子生物学（启动子基因序列）（ＭＢ） １０６　 ５７　 ２ ｛６３，６３｝
投票记录（Ｖ） ４３５　 １６　 ２ ｛２６７，１６８｝

　　 首先，评估余弦（ｃｏｓｉｎｅ）、杰卡德（Ｊａｃｃａｒｄ）、马氏
（Ｍａｈａｌａｎｏｂｉｓ）、 切 比 雪 夫 （Ｃｈｅｂｙｃｈｅｖ）、 闵 氏
（Ｍｉｎｋｏｗｓｋｉ）、布 洛 克 （Ｃｉｔｙ　ｂｌｏｃｋ）、标 准 化 欧 氏
（Ｓｅｕｃｌｉｄｅａｎ）、欧氏（Ｅｕｃｌｉｄｅａｎ）和卡方（ｃｈｉ－ｓｑｕａｒｅ）等９种

ｔ－ＳＮＥ距离来证明Ｃ－Ｓ度量与ｔ－ＳＮＥ算法相结合提高了
数据库分类的可分性。然后，使用４种方法（ＬＤＣ、ＱＤＣ、

ＳＶＭ、ＫＮＮ）对数据集进行分类，以此找出最准确的学习
方法。

４．２　实验装置

　　为了对实验结果进行比较，在数据上测试了４种不同
的实验设置：实验设置１（单个分类器）、实验设置２（Ｃ－Ｓ＋
分类器）、实验设置３（ｔ－ＳＮＥ＋分类器）和实验设置４（Ｃ－Ｓ＋
ｔ－ＳＮＥ＋分类器）。具体的实验设置，如表２所示。
在相同的条件下，计算每个设置中所有分类器的精度

和计算时间。执行保留验证方案，每个实验重复１０次，其
中７０％ 的数据用于训练，３０％ 的数据用于验证。在

Ｉｎｔｅｌ（Ｒ）Ｘｅｏｎ（Ｒ）、ＣＰＵ　Ｅ５－２６５０Ｖ２－２．６０ＧＨｚ、２个八核处理器
和２８０ＧＢ　ＲＡＭ的电脑上使用ＭＡＴＬＡＢ软件进行仿真。

４．３　结果分析

　　Ｃ－Ｓ因其数学性质而适用于分类数据，分类差异增加
了数据的维度，将数据映射到实数域，并改进了类别的分
离。使用ｔ－ＳＮＥ进行降维来避免计算复杂度。本文假设
将分类属性映射到实数域，而不是整数域，并增加了可分
离性。

表２　实验设置

实验设置 描述
（Ａ） 数据集（Ａ）＋分类器
（Ｂ） 数据集（Ｂ）＋分类器
（ＢＣ） 数据集（ＢＣ）＋分类器
（Ｃ） 数据集（Ｃ）＋分类器
（ＬＤ） 数据集（ＬＤ）＋分类器
（ＭＢ） 数据集（ＭＢ）＋分类器
（Ｖ） 数据集（Ｖ）＋分类器

（Ａ）＋（Ｃ－Ｓ） 数据集（Ａ）＋Ｃ－Ｓ＋分类器
（Ｂ）＋（Ｃ－Ｓ） 数据集（Ｂ）＋Ｃ－Ｓ＋分类器
（ＢＣ）＋（Ｃ－Ｓ） 数据集（ＢＣ）＋Ｃ－Ｓ＋分类器
（Ｃ）＋（Ｃ－Ｓ） 数据集（Ｃ）＋Ｃ－Ｓ＋分类器
（ＬＤ）＋（Ｃ－Ｓ） 数据集（ＬＤ）＋Ｃ－Ｓ＋分类器
（ＭＢ）＋（Ｃ－Ｓ） 数据集（ＭＢ）＋Ｃ－Ｓ＋分类器
（Ｖ）＋（Ｃ－Ｓ） 数据集（Ｖ）＋Ｃ－Ｓ＋分类器

（Ａ）＋（Ｃ－Ｓ）＋（ｔ－ＳＮＥ） 数据集（Ａ）＋Ｃ－Ｓ＋ｔ－ＳＮＥ＋分类器
（Ｂ）＋（Ｃ－Ｓ）＋（ｔ－ＳＮＥ） 数据集（Ｂ）＋Ｃ－Ｓ＋ｔ－ＳＮＥ＋分类器
（ＢＣ）＋（Ｃ－Ｓ）＋（ｔ－ＳＮＥ） 数据集（ＢＣ）＋Ｃ－Ｓ＋ｔ－ＳＮＥ＋分类器
（Ｃ）＋（Ｃ－Ｓ）＋（ｔ－ＳＮＥ） 数据集（Ｃ）＋Ｃ－Ｓ＋ｔ－ＳＮＥ＋分类器
（ＬＤ）＋（Ｃ－Ｓ）＋（ｔ－ＳＮＥ） 数据集（ＬＤ）＋Ｃ－Ｓ＋ｔ－ＳＮＥ＋分类器
（ＭＢ）＋（Ｃ－Ｓ）＋（ｔ－ＳＮＥ）数据集（ＭＢ）＋Ｃ－Ｓ＋ｔ－ＳＮＥ＋分类器
（Ｖ）＋（Ｃ－Ｓ）＋（ｔ－ＳＮＥ） 数据集（Ｖ）＋Ｃ－Ｓ＋ｔ－ＳＮＥ＋分类器
（Ａ）＋（ｔ－ＳＮＥ） 数据集（Ａ）＋ｔ－ＳＮＥ＋分类器
（Ｂ）＋（ｔ－ＳＮＥ） 数据集（Ｂ）＋ｔ－ＳＮＥ＋分类器
（ＢＣ）＋（ｔ－ＳＮＥ） 数据集（ＢＣ）＋ｔ－ＳＮＥ＋分类器
（Ｃ）＋（ｔ－ＳＮＥ） 数据集（Ｃ）＋ｔ－ＳＮＥ＋分类器
（ＬＤ）＋（ｔ－ＳＮＥ） 数据集（ＬＤ）＋ｔ－ＳＮＥ＋分类器
（ＭＢ）＋（ｔ－ＳＮＥ） 数据集（ＭＢ）＋ｔ－ＳＮＥ＋分类器
（Ｖ）＋（ｔ－ＳＮＥ） 数据集（Ｖ）＋ｔ－ＳＮＥ＋分类器
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　　原始输入空间的３个属性，如图１所示。对应的Ｃ－Ｓ＋
ｔ－ＳＮＥ映射特征，如图２所示。其中，子图的每个维度都是
随机特征。本文展示了７个数据库中的３个（投票记录、气
球和乳腺癌）。可以看到图１中的原始输入空间高度重
叠，特征只取整数值。相反，在图２中，利用Ｃ－Ｓ映射数据
集，提高了数据的可分性，再使用ｔ－ＳＮＥ进行降维仍保留
了３个维度。

图１　原始输入空间的属性

图２　对应的Ｃ－Ｓ＋ｔ－ＳＮＥ映射特征

在数据库中使用ｔ－ＳＮＥ算法时，ＬＤＣ、ＱＤＣ、ＳＶＭ 和

ＫＮＮ的精度和标准差，如表３所示。目的是评价ｔ－ＳＮＥ
方法中常用的距离，并证明Ｃ－Ｓ最适合分类属性。由表３
可以看到，在大多数情况下，Ｃ－Ｓ优于其他距离方法，具有

·３０１·



　第４４卷 电　子　测　量　技　术

统计显著性差异。同时，ｔ－ＳＮＥ在不丢失相关信息或数据 结构的情况下，降低了映射数据的维数。

表３　在７个ＵＣＩ公共数据集上ｔ－ＳＮＥ算法几个距离的分类精度 ％

数据集

（Ａ）
余弦距离 杰卡德距离 马氏距离

切比雪夫

距离
闵氏距离 布洛克距离

标准化欧氏

距离
欧氏距离 卡方距离

ＬＤＣ　 ６２．５±０．０　７０．３±０．１　７１．１±０．１　６０．０±０．４　６９．２±０．０　６２．８±０．０　６１．２±０．０　６６．４±０．０　７３．４±０．１
ＱＤＣ　 ７２．８±０．１　８３．１±０．０　７０．７±０．０　５８．５±０．１　７３．６±０．３　７３．９±０．０　５５．６±０．０　６９．３±０．０　８４．６±０．０
ＫＮＮ　８２．８±０．０　８４．８±０．１　７７．２±０．０　７９．３±０．１　８４．４±０．１　８５．１±０．０　６３．９±０．１　８０．８±０．０　８８．９±０．０
ＳＶＭ　６２．３±０．０　７０．８±０．１　７１．１±０．１　６２．３±０．０　６２．６±０．０　６０．３±０．０　６２．３±０．０　６４．３±０．０　７６．７±０．１
平均值 ７０．１　 ７７．２　 ７２．５　 ６５．０　 ７２．５　 ７０．５　 ６０．７　 ７０．２　 ８０．９
数据集

（Ｂ）
余弦距离 杰卡德距离 马氏距离

切比雪夫

距离
闵氏距离 布洛克距离

标准化欧氏

距离
欧氏距离 卡方距离

ＬＤＣ　 ７４．３±０．２　８２．９±０．１　７５．７±０．２　７８．６±０．２　７２．９±０．１　９２．９±０．１　５４．３±０．１　９２．９±０．１　９７．１±０．１
ＱＤＣ　 ７１．４±０．２　７４．３±０．１　７１．４±０．１　７５．７±０．２　８４．３±０．１　８４．３±０．１　７５．７±０．２　８１．４±０．２　９１．４±０．０
ＫＮＮ　７５．７±０．１　８５．７±０．１　８８．６±０．１　７８．６±０．２　８５．７±０．１　９４．３±０．１　６７．１±０．１　９５．７±０．０　 １００±０．０
ＳＶＭ　７２．９±０．１　８４．３±０．１　８５．７±０．２　７８．６±０．２　７０．０±０．１　９４．３±０．１　５８．６±０．１　９０．０±０．１　９７．１±０．１
平均值 ７３．６　 ８１．８　 ８０．４　 ７７．９　 ７８．２　 ９１．５　 ６３．９　 ９０．０　 ９６．４
数据集

（ＢＣ）
余弦距离 杰卡德距离 马氏距离

切比雪夫

距离
闵氏距离 布洛克距离

标准化欧氏

距离
欧氏距离 卡方距离

ＬＤＣ　 ８８．３±０．０　９４．３±０．０　７８．３±０．０　９６．３±０．０　９５．６±０．０　９６．６±０．０　９６．５±０．０　９６．４±０．０　９６．９±０．０
ＱＤＣ　 ９０．６±０．０　９３．４±０．０　８９．２±０．０　９６．６±０．０　９６．６±０．０　９７．３±０．０　９６．５±０．０　９６．４±０．０　９７．３±０．０
ＫＮＮ　９０．１±０．０　９５．３±０．１　９１．８±０．０　９６．７±０．０　９６．７±０．０　９７．５±０．０　９６．７±０．０　９７．１±０．０　９７．４±０．０
ＳＶＭ　８８．１±０．０　９４．４±０．０　７９．１±０．０　９５．５±０．０　９５．５±０．０　９６．６±０．０　９６．５±０．０　９６．５±０．０　９７．２±０．０
平均值 ８９．３　 ９４．４　 ８４．６　 ９６．１　 ９６．１　 ９５．７　 ９６．５　 ９６．６　 ９７．２
数据集

（Ｃ）
余弦距离 杰卡德距离 马氏距离

切比雪夫

距离
闵氏距离 布洛克距离

标准化欧氏

距离
欧氏距离 卡方距离

ＬＤＣ　 ６０．８±０．０　５９．７±０．０　５７．８±０．０　５０．３±０．０　６０．９±０．０　５５．３±０．０　６２．４±０．０　６０．８±０．０　６８．２±０．０
ＱＤＣ　 ６５．４±０．０　６０．１±０．０　５８．９±０．０　５３．９±０．０　６２．１±０．０　６３．１±０．０　６４．１±０．０　６５．２±０．０　６５．５±０．０
ＫＮＮ　８８．５±０．０　７０．８±０．０　８４．３±０．０　５３．０±０．０　８９．４±０．０　８９．５±０．０　８５．９±０．０　８９．１±０．０　８９．７±０．０
ＳＶＭ　６２．６±０．０　６０．７±０．０　５８．６±０．０　５２．２±０．０　６１．５±０．０　６０．８±０．０　６２．５±０．０　６１．１±０．０　６８．７±０．０
平均值 ６９．３　 ６２．８　 ６４．９　 ５２．４　 ６８．５　 ６７．２　 ６８．７　 ６９．１　 ７３．８
数据集

（ＬＤ）
余弦距离 杰卡德距离 马氏距离

切比雪夫

距离
闵氏距离 布洛克距离

标准化欧氏

距离
欧氏距离 卡方距离

ＬＤＣ　 ７６．６±０．０　７１．６±０．１　６８．９±０．１　６４．３±０．１　６５．９±０．１　７６．１±０．０　７６．６±０．０　７２．０±０．１　８１．６±０．１
ＱＤＣ　 ７７．３±０．１　７６．１±０．０　６４．１±０．１　６７．５±０．１　６７．０±０．１　７７．５±０．０　７８．６±０．０　７３．６±０．１　８１．１±０．１
ＫＮＮ　７９．１±０．１　７６．４±０．１　７９．１±０．１　７２．５±０．１　７４．８±０．１　８０．７±０．０　８３．４±０．０　７８．６±０．１　８４．０±０．０
ＳＶＭ　７５．０±０．０　７１．１±０．１　６８．１±０．１　６６．１±０．１　６８．６±０．１　７５．９±０．５　７８．９±０．０　７０．７±０．０　８１．８±０．１
平均值 ７７．０　 ７３．８　 ７０．０　 ６７．６　 ６９．１　 ７７．６　 ７９．４　 ７３．７　 ８２．９
数据集

（ＭＢ）
余弦距离 杰卡德距离 马氏距离

切比雪夫

距离
闵氏距离 布洛克距离

标准化欧氏

距离
欧氏距离 卡方距离

ＬＤＣ　 ４７．８±０．１　５６．２±０．１　６０．０±０．１　４３．１±０．１　６０．３±０．０　７２．５±０．１　６２．５±０．１　５５．０±０．１　７６．２±０．１
ＱＤＣ　 ５７．２±０．１　７１．２±０．１　５４．１±０．１　５７．５±０．１　６８．７±０．０　７４．７±０．１　６５．３±０．１　５８．４±０．１　７８．７±０．１
ＫＮＮ　６２．５±０．１　７０．９±０．１　６５．６±０．１　５０．９±０．１　６６．２±０．０　７５．６±０．１　６８．１±０．１　７０．６±０．１　８０．３±０．１
ＳＶＭ　５２．２±０．１　５５．９±０．１　６１．６±０．１　４４．４±０．１　５６．６±０．１　７０．３±０．１　６３．７±０．１　５４．１±０．１　７６．６±０．１
平均值 ５４．９　 ６３．６　 ６０．３　 ４９．０　 ６３．０　 ７３．３　 ６４．９　 ５９．７　 ７８．０
数据集

（Ｖ）
余弦距离 杰卡德距离 马氏距离

切比雪夫

距离
闵氏距离 布洛克距离

标准化欧氏

距离
欧氏距离 卡方距离

ＬＤＣ　 ９０．５±０．０　８８．９±０．０　９０．０±０．０　７３．７±０．０　９０．２±０．０　９１．４±０．０　８０．８±０．０　９０．１±０．０　９１．５±０．０
ＱＤＣ　 ９０．５±０．０　９０．９±０．０　９０．０±０．０　７４．５±０．０　９２．１±０．０　９１．７±０．０　８１．４±０．０　９０．６±０．０　９１．４±０．０
ＫＮＮ　９２．６±０．０　９１．７±０．０　９１．４±０．０　７６．６±０．０　９２．３±０．０　９３．３±０．０　８２．７±０．０　９２．３±０．０　９３．８±０．０
ＳＶＭ　９１．４±０．０　９０．９±０．０　８９．８±０．０　７５．２±０．０　９１．９±０．０　９２．３±０．０　８１．７±０．０　９０．８±０．０　９２．６±０．０
平均值 ９１．２　 ９０．６　 ９０．４　 ７５．０　 ９１．６　 ９２．２　 ８１．６　 ９０．９　 ９３．１
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　　表２中４种不同实验设置测试所达到的精度，如图３
所示。
实验设置１（单个分类器）：对分类数据库中的标准分

类器进行评估，而不需要对数据进行任何处理或映射。可
以观察到，分类结果并不是每个数据集的最佳选择，因此，
分类数据必须在识别任务之前进行处理或映射。

图３　在７个ＵＣＩ数据库中的公共数据集中测试精度结果

　　实验设置２（Ｃ－Ｓ＋分类器）：在Ｃ－Ｓ映射的数据集上测
试分类器可获得更好的可分性，更高的维数导致计算时间
的增加，但Ｃ－Ｓ映射为所有数据集生成最佳的分类结果。

Ｃ－Ｓ映射将分类数据转换为定量数据，学习方法在这种情
况下表现得更佳。这是由于Ｃ－Ｓ映射的主要功能是增加
数据的维数来减少分类特征的重叠。分类属性是整数：

Ｘ ∈ＺＤ。当Ｘ 与Ｃ－Ｓ差异映射时，特征域也进行了变换，

即当Ｋ ＞Ｄ 时，Ｘ ∈ＺＤ →Ｘ＊ ∈ＲＫ。 因此，Ｃ－Ｓ映射实
现了从分类数据到定量数据的转换。
实验设置３（ｔ－ＳＮＥ＋分类器）：利用ｔ－ＳＮＥ算法将属性

维数减少到３个。降维减少了计算时间，同时保留了数据
结构。精度结果和直接利用单个分类器（实验设置１）相
当，但计算时间得到明显的改善，该设置可适用于在线识
别系统。
实验设置４（Ｃ－Ｓ＋ｔ－ＳＮＥ＋分类器）：将Ｃ－Ｓ＋ｔ－ＳＮＥ

直接应用于分类数据集上。虽然训练学习算法所需的计
算时间较低，但精度受到影响。
从图３中看到，在精确度方面最好的设置是实验设

置２（Ｃ－Ｓ＋分类器），当分类特征（整数值）映射到具有更高
维度的实数空间（定量数据）上时，可以获得更好的可分
性。同时，ＫＮＮ作为分类器的分类效果最佳。标准分类
器的计算时间，如表４所示。

表４　标准分类器的计算时间

实验设置 计算时间／ｓ 实验设置 计算时间／ｓ
（Ａ）＋Ｃ－Ｓ 　３３．８ （Ａ）＋Ｃ－Ｓ＋ｔ－ＳＮＥ　 ２４．６
（Ｂ）＋Ｃ－Ｓ　 １．４ （Ｂ）＋Ｃ－Ｓ＋ｔ－ＳＮＥ　 ０．２
（ＢＣ）＋Ｃ－Ｓ　 ３９７．０ （ＢＣ）＋Ｃ－Ｓ＋ｔ－ＳＮＥ　 ８６．０
（Ｃ）＋Ｃ－Ｓ　 ３０．９ （Ｃ）＋Ｃ－Ｓ＋ｔ－ＳＮＥ　 ２１．５
（ＬＤ）＋Ｃ－Ｓ　 ２５．９ （ＬＤ）＋Ｃ－Ｓ＋ｔ－ＳＮＥ　 １８．３
（ＭＢ）＋Ｃ－Ｓ　 １５５．４ （ＭＢ）＋Ｃ－Ｓ＋ｔ－ＳＮＥ　 ５２．６
（Ｖ）＋Ｃ－Ｓ　 ２　５３０．５ （Ｖ）＋Ｃ－Ｓ＋ｔ－ＳＮＥ　 ５２３．５
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　第４４卷 电　子　测　量　技　术

　　为了证明所提出方法的有效性，本文与已有文献的几
种分类方法进行了比较：稀疏加权朴素贝叶斯分类器
（ＳＷＮＢＣ）［１３］、耦合属性相似性方法（Ｃ４．５）［１４］、基于布尔

核的分类器 （ＢＫ）［１５］和具有广义概率的朴素分类器
（ＮＰＣ）［１６］。使用７个数据库中的５个数据集与其他方法
方法相比，Ｃ－Ｓ可以获得更好的分类精度，如表５所示。

表５　Ｃ－Ｓ与其他分类法的识别精度 ％

数据集 ＳＷＮＢＣ［１３］ Ｃ４．５［１４］ ＢＫ［１５］ ＮＰＣ［１６］ Ｃ－Ｓ
（Ｃ） ８７．５９±１．２３　 ９７．４８±１．８５　 ９７．２２±１．９４　 ８８．６７±１．７２　 １００．０±０．００
（Ｖ） ９０．０８±３．７１　 ９３．２８±３．１８　 ９２．３６±３．２３　 ９４．２３±３．６２　 ９４．５３±１．６０
（ＢＣ） ７２．５０±７．７１　 ７１．３３±６．３３　 ６６．４５±６．９２　 ７３．８１±７．１１　 ９７．３５±１．３０
（ＬＤ） ８３．６０±９．８２　 ７３．１２±８．６３　 ７３．８２±８．４７　 ８７．７６±９．６０　 ８８．３０±４．８０
（Ｂ） １００．０±０．００　 １００．０±０．００　 １００．０±０．００　 １００．０±０．００　 １００．０±０．００

５　结　　论

　　本文实现了一种定性数据的分类识别方法。将范畴
属性映射到个具有Ｃ－Ｓ相异性的高维空间。通过将分类
数据集的特征域从整数转换为实数，从而缓解了重叠问
题，分类数据的映射提高了识别的精度。其次，在ｔ－ＳＮＥ
方法中引入了基于Ｃ－Ｓ距离的替代距离方法，提高了数据
的可分性。在ＵＣＩ机器学习库下载的公共数据集上测试
标准分类器ＬＤＣ、ＱＤＣ、ＫＮＮ和ＳＶＭ 时，将Ｃ－Ｓ＋ｔＳＮＥ
应用于分类数据，在提高了数据的可分性的同时减少了分
类的计算时间。此外，通过对比 ＳＷＮＢＣ、Ｃ４．５、ＢＫ 和

ＮＰＣ等其他分类方法，从而验证了Ｃ－Ｓ分类识别精度的优
越性。本文方法仅对定性数据的可分部分进行了变量识
别，在未来的研究中，将该方法改进后推广到定性数据的
不可分性的快速分类。
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