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基于循环神经网络的低复杂度最小和译码算法

孙浩杰　夏巧桥
（华中师范大学 武汉４３００７９）

摘　要：针对神经网络信念传播译码算法具有高复杂度的问题，提出一种新的低复杂度的深度学习译码算法，降低译
码方法硬件实现时的复杂度。通过给出置信传播译码算法替代图形，结合 Ｍｉｎ－ｓｕｍ算法，去除了双曲函数运算并将
工程实际中需要消耗大量资源的乘法操作转换为简单的加法操作。结合循环神经网络结构，将多层不同的参数约束
成单层的参数。结合不同信息的属性，不对来自信道的对数似然比消息附加额外的参数，只是将参数附加于校验节点
更新时的边缘上。结合边缘参数的分布，发现部分权重数值与１偏离很大，判定为需要添加权重的边缘。提取有效深
度神经网络权重进行训练来降低译码网络的参数数目。经实验验证，所提出的译码方法有效地降低了神经网络的译
码复杂度，将神经网络参数减少约２０％。并且算法与置信传播译码相比，在高信噪比区域取得１ｄＢ的性能提升，便于
硬件实现，具有较强的实用性。
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０　引　　言

　　随着５Ｇ通信系统［１］的提出，通信业务对高传输速率、

低时延、低功耗和高可靠性的传输需求越来越迫切。现有
的信道译码算法逐渐不能满足要求。

ＬＤＰＣ译码［２］由于可以在信宿端检测并且纠正信号［３］

在传输过程中产生的误码，能够保证数据传输的可靠性，具

有优异的性能。因此成为学术界及工业界研究的重点。
在过去的几年中，深度学习已在推理和建模任务中实

现了巨大的进步，例如语音识别，图像中的目标识别。而将
深度学习应用于ＬＤＰＣ码的置信传播（ＢＰ）解码器的设计，

已证明前景广阔。Ｎａｃｈｍａｎｉ等［４］表明如果将 Ｔａｎｎｅｒ图
（传递消息的图）“展开”（即，将每个迭代单独考虑）并且用
乘以权重的方式将权重设置在图的“边”，则生成的解码器
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将是一个神经网络，可以使用基于梯度的方法进行训练。
这样的“神经解码器”译码性能优于传统的置信传播译码算
法，因为它们学会使用权重来减轻译码结构中短环的不利
影响。神经解码器相对传统译码算法需要相对较少的迭代
次数，并且在某些情况下，神经解码器误码率可以接近最大
似然解码器的误码率。
然而Ｎａｃｈｍａｎｉ等［４］提出的方法需要大量的乘法和双

曲函数运算及和内存开销，直接导致无法在实时硬件实现
中有效执行这些解码器。经分析，引起神经网络解码器的
高复杂度的原因如下：使用ＳＰＡ算法作为基础置信传播译
码算法，而ＳＰＡ算法需要大量的乘法和双曲函数运算。然
而发现具有乘性加权的最小和译码算法也具有出色的性

能，并且与ＳＰＡ算法相比，最小和译码算法仅采用求最小
值与相加操作，在有效降低复杂度的情况下ＢＥＲ降幅最
小。其次由于神经网络每层隐藏层的权重参数数量与

Ｔａｎｎｅｒ图中的边缘数一致，信道码字的高密度，导致每层
网络都存在大量参数需要学习，加大的译码的复杂度。
针对以上问题，本文提出了一种改进的低复杂度的神

经网络译码算法。首先将基于循环网络的最小和算法
（ＲＮＮ　Ｍｉｎｓｕｍ）用于神经网络译码器，更高效，并且更容易
在硬件中实现。其次分析神经网络译码器的权重参数的分
布情况，有选择性地对Ｔａｎｎｅｒ图中的边缘加权，仅将被选
中的边缘添加权重去训练学习，其他边缘不再加权。另外
不对来自信道的对数似然比消息附加额外的参数，只在校
验节点计算时添加参数，从而大大减少了模型总体的参数
数量，缓解了神经网络译码器的复杂度问题。

１　置信传播算法与神经网络译码器

１．１　置信传播算法的网络表示

　　置信传播（ＢＰ）算法是一种高效的迭代算法，可以从

Ｔａｎｎｅｒ图构造著名的ＢＰ解码器，Ｔａｎｎｅｒ图是描述码字奇
偶校验矩阵的图形表示。下面以（７，４）汉明码的检验矩阵
及Ｔａｎｎｅｒ图进行举例说明，（７，４）汉明码的检验矩阵，如
式（１）所示。

Ｈ ＝
１　０　１　１　１　０　０
１　１　１　０　０　１　０
０　１　１　１　０　０　１

熿

燀

燄

燅
（１）

Ｔａｎｎｅｒ图的右半部分有ｍ个节点，｛Ｃｊ｜ｊ＝１，２，…，ｍ｝
每个节点代表一个奇偶检验约束，称为校验节点；图的左半
部分有ｎ个节点，｛Ｖｉ｜ｉ＝１，２，…，ｎ｝，每个节点代表长度
为ｎ的码字中的一个比特位，称为变量节点；当矩阵Ｈ 中

ｈｊｉ＝１时，表示第ｉ个比特位参与第ｊ个校验约束，对应的

Ｔａｎｎｅｒ图中，变量节点Ｖｉ与校验节点Ｃｊ相连，这两个节点
互称邻接节点，连接校验节点和变量节点的连线称为边缘，
每个节点的邻接节点个数称为该节点的度［５］。（７，４）汉明
码的Ｔａｎｎｅｒ图如图１所示。
在ＢＰ算法中，消息是通过边缘传输的。每个节点都

图１　（７，４）汉明码的Ｔａｎｎｅｒ图

根据其在所相连的边缘上接收到的所有传入消息（发送边
缘上接收到的消息除外）来计算其传出消息。例如，当计算

ｃ０传递给ｖ０的信息，要把与ｃ０ 相连的ｖ２、ｖ３、ｖ４ 的信息纳
入，但不纳入ｖ０传递给ｃ０的信息。同理计算ｖ１ 传递给ｃ２
的信息，要把与ｖ１相连的ｃ１的信息纳入，但不纳入ｃ２传递
给ｖ１的信息。

为了便于构建神经网络，Ｎａｃｈｍａｎｉ等［４］提出一种Ｌ
次迭代的ＢＰ译码算法的图形表示。提出的图形表示是网
络结构，非常有利于构建神经网络。其中隐藏层中的处理
元素对应于 Ｔａｎｎｅｒ图中的边缘。用 Ｎ 表示代码块长度
（即Ｔａｎｎｅｒ图中可变节点的数量），用Ｅ 表示Ｔａｎｎｅｒ图中
的边缘数目。

ＢＰ解码器网络表示的输入层是大小为Ｎ 的向量，该
向量由信道输出的对数似然比（ＬＬＲｓ）组成。变量节点ｖ
的ＬＬＲｓ具体定义如式（２）所示。

ＬＶ ＝ｌｎ
Ｐｒ（Ｃｖ ＝１｜ｙｖ）
Ｐｒ（Ｃｖ ＝０｜ｙｖ）

＝
２ｙｖ
２

（２）

式中：２是信道噪声的方差；ｙｖ 是观测到的接收矢量第ｖ
位。｛ｖ＝１，２，…，ｎ｝，其中ｙｖ 是从信道中接收到的第ｖ个
码字Ｃｖ 的信道输出消息。
在新的ＢＰ译码网络结构中，剩余的网络层除了最后

一个层（即输出层）外，网格中的所有其他层（即所有隐藏
层）均具有Ｅ 个处理元素。对于每个隐藏层，该层中的每
个处理元素产生的信息都与Ｔａｎｎｅｒ图的某个边缘传输的
消息相关联。
最后，网格的最后一层（输出层）由Ｎ 个处理元素组

成，并输出最终的解码码字。
考虑第ｉ个隐藏层，ｉ＝１，２，…，２Ｌ。当ｉ为奇数（偶

数）值，该层中的每个处理元素为Ｔａｎｎｅｒ图上一个对应的
从关联的变量（校验）节点到关联的校验（变量）节点的边。
第１个隐藏层（ｉ＝１）中，与边缘ｅ＝（ｖ，ｃ）对应的处理元

素只连接到输入层中的单个输入节点ｖ。在第ｉ个（ｉ＞１）隐
藏层，当ｉ为奇数值，对应于边缘ｅ＝（ｖ，ｃ）的处理元素连接
到ｉ－１层中所有与边缘ｅ′＝（ｖ，ｃ′），ｃ≠ｃ′相对应的处理
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元素（即所有连接到相同变量节点，但来自不同校验节点的
边缘）。当ｉ为奇数值，对应于边缘ｅ＝（ｖ，ｃ）的处理元素也
连接到第ｖ个输入节点。
通过网络图传输的ＢＰ消息计算规则如下。考虑第ｉ

个隐藏层，ｉ＝１，２，…，２Ｌ并令ｅ＝（ｖ，ｃ）是该层中处理元素
的索引。用Ｘｉ，ｅ来表示此处理元素的输出消息。当ｉ为奇
数（偶数）值，Ｘｉ，ｅ 是ＢＰ译码算法在［（ｉ－１）／２］次迭代之
后，从变量到校验（从校验到变量）节点生成的消息。下面
给出计算方程式。
当ｉ为奇数值，对应于边缘ｅ＝（ｖ，ｃ）的处理元素的输

出消息如式（３）所示。

Ｘｉ，ｅ＝（ｖ，ｃ）＝ｌｖ＋ ∑
ｅ′＝（ｖ，ｃ′），ｃ′≠ｃ

Ｘｉ－１，ｅ′ （３）

当ｉ＝１时，所有边缘ｅ′的Ｘ０，ｅ′ ＝０，因为开始时在奇
偶校验节点上没有信息。
除目标边缘ｅ＝（ｖ，ｃ）之外，在方程式（３）中的求和采用

了与变量节点ｖ连接的的所有边缘ｅ′＝（ｖ，ｃ′），ｃ′≠ｃ。即
在计算变量节点ｖ传递给校验节点ｃ的消息时，采用了与
变量节点ｖ连接的的所有边缘，除了ｖ与校验节点ｃ连接
的那条边。这是消息传递算法的基本属性。
同理，当ｉ为偶数值，对应于边缘ｅ＝（ｖ，ｃ）的处理元素

的输出消息如式（４）所示。

Ｘｉ，ｅ＝（ｖ，ｃ）＝２ｔａｎｈ－１ 
ｅ′＝（ｖ′，ｃ），ｖ′≠ｖ

ｔａｎｈ
Ｘｉ－１，ｅ′
２（ ） （４）

最后，网络输出层的第ｖ个输出信息如式（５）所示。

Ｏｖ ＝ｌｖ＋ ∑
ｅ′＝（ｖ，ｃ′）

Ｘ２Ｌ，ｅ′ （５）

２次迭代的ＢＰ译码算法的图形表示如图２所示。

图２　（７，４）汉明码展开网络表示

１．２　基于神经网络的ＢＰ译码算法

　　对于解码器，使用与上一节相同的网络表示形式。不
同之处在于，现在为Ｔａｎｎｅｒ图中的边缘分配了权重。这些
权重将使用随机梯度下降训练。更准确地说，本文解码器
具有与１．１节所述相同的网格架构，但式（３）～（５）被修改
如下。
对于奇数隐藏层如式（６）所示。

Ｘｉ，ｅ＝（ｖ，ｃ）＝ｔａｎｈ（Ｗｉ，ｖｌｖ＋ ∑
ｅ′＝（ｖ，ｃ′），ｃ′≠ｃ

Ｗｉ，ｅ，ｅ′Ｘｉ－１，ｅ′） （６）

对于偶数隐藏层如式（７）所示。

Ｘｉ，ｅ＝（ｖ，ｃ）＝２ｔａｎｈ－１ 
ｅ′＝（ｖ′，ｃ），ｖ′≠ｖ

Ｘｉ－１，ｅ′

２（ ） （７）

对于输出层如式（８）所示。

Ｏｖ ＝σ（Ｗ２Ｌ＋１，ｖｌｖ＋ ∑
ｅ′＝（ｖ，ｃ′）

Ｗ２Ｌ＋１，ｖ，ｅ′Ｘ２Ｌ，ｅ′） （８）

式中：σ（ｘ）＝ （１＋ｅ－ｘ）－１是激活函数，用来使最终的网络
输出在［０，１］范围内。这使得使用交叉熵损失函数训练网
络成为可能。可以发现，相对于式（３）～（５），如果去除了在
网络的输出端添加激活函数，并将所有权重设置为１，
式（６）～（８）退化为式（３）～（５）。因此，加入了训练参数的
神经网络 ＢＰ译码算法，其性能不会逊于普通 ＢＰ译码
算法。
容易验证所提出的基于神经网络的消息传递解码算法

式（６）～（８）满足消息传递对称性条件。因此，当通过二进
制无记忆对称（ＢＭＳ）信道进行传输时，误码率与所传输的
码字无关。因此，在训练网络参数时，可以使用单个代码字
再加上随机噪声就可以构建一个合格的数据集。为了方便
起见，本文使用全零码字，该码字属于任何线性代码。
训练目标是训练参数 ｛Ｗｉ，ｖ，Ｗｉ，ｅ，ｅ′，Ｗｉ，ｖ，ｅ′｝以实现让

Ｎ 维输出码字尽可能接近全零码字。该网络架构是一个
非全连接的神经网络，本文使用随机梯度下降法来训练
参数。
将使用交叉熵作为损失函数，如式（９）所示。

Ｌ（ｏ，ｙ）＝ －
１
Ｎ∑

Ｎ

ｖ＝１
ｙｖｌｏｇ（Ｏｖ）＋（１－ｙｖ）ｌｏｇ（１－Ｏｖ）

（９）
其中，ｏｖ和ｙｖ是深度神经网络的第ｖ个比特位输出以

及第ｖ个比特位实际传输的代码字（如果传输的是全零代
码字，则对所ｖ的ｙｖ ＝０。
在该网络中，输入消息和节点间传播的消息用参数加

权，通过深度学习的方式获得最优值。通过神经网络优化，
可以有效地减轻小环对译码的有害影响，从而提高解码
性能。
但是基于神经网络的ＢＰ译码算法的神经网络参数非

常多，并且原始ＢＰ算法采用的和积译码（ＳＰＡ）算法需要
大量的乘法和双曲函数运算，导致算法训练时间很长，甚至
很难得到较好收敛效果。为了达到硬件实现的标准，必须
将网络复杂度参降低到可以硬件实现的水平。
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２　降低译码复杂度的神经网络译码算法

２．１　基于循环神经网络的低复杂度最小和译码算法

　　针对上节神经译码算法存在的问题，本节通过探究上
节所述神经网络译码算法的神经网络结构及参数分布情

况，提出一种新的降低译码复杂度的神经网络译码算法，以
降低译码算法的复杂度，并且达到硬件实现的标准，并在译
码性能上不会有太大损失。以下是本文结合的方法。

１）变更基础ＢＰ算法
使用ＳＰＡ作为基础置信传播算法，ＳＰＡ算法需要大量

的乘法和双曲函数运算。而发现具有神经网络权重的最小
和译码算法也具有出色的性能，并且与ＳＰＡ相比，最小和
译码算法仅采用求最小值与相加操作，在有效降低复杂度
的情况下ＢＥＲ降幅最小。在基于最小和算法的神经网络
译码算法中，式（６）及式（８）不变，而式（７）被修改为
式（１０），则：

Ｘｉ，ｅ＝（ｖ，ｃ）＝ ｍｉｎ
ｅ′＝（ｖ′，ｃ），ｖ′≠ｖ

｜Ｘｉ－１，ｅ′｜ 
ｅ′＝（ｖ′，ｃ），ｖ′≠ｖ

ｓｉｇｎ（Ｘｉ－１，ｅ′）

（１０）
最小和近似值容易产生大幅值的消息，导致误码性能下

降。为了补偿这种影响，归一化的最小和（ＮＭＳ）算法首先
使用最小和近似来计算消息，然后使用乘以一个介于（０，１］
之间的权重ｗ 来收缩消息，从而得出方程式，如式（１１）
所示。

Ｘｉ，ｅ＝（ｖ，ｃ）＝ｗ（ ｍｉｎ
ｅ′＝（ｖ′，ｃ），ｖ′≠ｖ

｜Ｘｉ－１，ｅ′｜ 
ｅ′＝（ｖ′，ｃ），ｖ′≠ｖ

ｓｉｇｎ（Ｘｉ－１，ｅ′））

（１１）
与上述神经ＢＰ解码器类似，本文为每个边缘分配可

学习的权重，并训练该神经网络解码器，即归一化的最小和
（ＮＮＭＳ）神经网络解码器。使用式（１２）计算ＮＮＭＳ中的
校验变量传递给变量节点的消息。

Ｘｉ，ｅ＝（ｖ，ｃ）＝

ｗｉ，ｅ＝（ｖ，ｃ）（ ｍｉｎ
ｅ′＝（ｖ′，ｃ），ｖ′≠ｖ

｜Ｘｉ－１，ｅ′｜ 
ｅ′＝（ｖ′，ｃ），ｖ′≠ｖ

ｓｉｇｎ（Ｘｉ－１，ｅ′）） （１２）

ｗｉ，ｅ＝（ｖ，ｃ）是第ｉ层中边（ｖ，ｃ）的权重。添加权重有两
个目的：第一是校正最小和近似产生的偏差，第二是像神经

ＢＰ解码器中的权重一样，它们消减Ｔａｎｎｅｒ图中的短环产
生的影响。

ＮＮＭＳ解码器和神经ＢＰ解码器都需要许多乘法，这
通常是昂贵的运算，在硬件会要求尽量避免乘法运算。解
码器可以通过偏移最小和（ＯＭＳ）算法来达到不使用任何
乘法的效果。与ＮＭＳ解码一样，ＯＭＳ解码在发送消息之
前先缩小消息，但之后从消息量中减去偏移量而不是乘以
权重，方程式被改写，如式（１３）所示。

Ｘｉ，ｅ＝（ｖ，ｃ）＝

ｍａｘ（ ｍｉｎ
ｅ′＝（ｖ′，ｃ），ｖ′≠ｖ

｜Ｘｉ－１，ｅ′｜－β，０） 
ｅ′＝（ｖ′，ｃ），ｖ′≠ｖ

ｓｉｇｎ（Ｘｉ－１，ｅ′）（１３）

其中，β是减去的偏移量，ｍａｘ函数是防止减法导致消
息的正负号发生变化。本文为每个边缘分配可学习的权

重，并训练该神经网络解码器，其中校验节点计算方法如
式（１４）所示。

Ｘｉ，ｅ＝（ｖ，ｃ）＝

ｍａｘ（ ｍｉｎ
ｅ′＝（ｖ′，ｃ），ｖ′≠ｖ

Ｘｉ－１，ｅ′ －βｉ，ｅ＝（ｖ，ｃ），０） 
ｅ′＝（ｖ′，ｃ），ｖ′≠ｖ

ｓｉｇｎ（Ｘｉ－１，ｅ′）

（１４）

βｉ，ｅ＝（ｖ，ｃ）是第ｉ层中边（ｖ，ｃ）的权重。由于有ｓｉｇｎ等函
数存在导致最小和解码器中的计算校验节点的函数并不是

处处都是可微的。因此，梯度并非在所有地方都有定义。
但是，这些函数仅在空间中的较低维曲线上是不可微的，并
且在空间的其余部分中是可微的。
因此，本文采用标准的随机梯度下降法，使用带有扭结

的激活函数，例如被广泛使用的线性整流函数（ＲｅＬＵ）。

２）使用循环卷积网络降低网络复杂度
由于神经网络仍有大量参数，本文使用ＲＮＮ网络来

进一步减少参数数量。使用与上述深度神经网络解码器相
同的网络表示，所不同的是，在每次迭代中，将Ｔａｎｎｅｒ图中
的边缘权重设置为相同的值。这种绑定将上述的前向反馈
架构转换为递归神经网络架构。得到新的计算公式如下。
对于奇数隐藏层，如式（１５）所示。

Ｘｉ，ｅ＝（ｖ，ｃ）＝Ｗｖｌｖ＋ ∑
ｅ′＝（ｖ，ｃ′），ｃ′≠ｃ

Ｗｅ，ｅ′Ｘｉ－１，ｅ′ （１５）

ｉ＝１，２，…，２Ｌ 是迭代的次数。对于偶数隐藏层，如
式（１６）所示。

Ｘｉ，ｅ＝（ｖ，ｃ）＝

ｍａｘ（ ｍｉｎ
ｅ′＝（ｖ′，ｃ），ｖ′≠ｖ

Ｘｉ－１，ｅ′ －βｉ，ｅ＝（ｖ，ｃ），０） 
ｅ′＝（ｖ′，ｃ），ｖ′≠ｖ

ｓｉｇｎ（Ｘｉ－１，ｅ′）

（１６）
最后，网络输出层的第ｖ个输出信息，如式（１７）所示。

Ｏｖ ＝σ（Ｗｖｌｖ＋ ∑
ｅ′＝（ｖ，ｃ′）

Ｗｖ，ｅ′Ｘ２Ｌ，ｅ′） （１７）

所提出的架构还保留了对称条件。因此使用单个代码
字再加上随机噪声就可以构建一个合格的数据集。为了方
便起见，使用零代码字，该代码字必须属于任何线性代码。
基于ＲＮＮ网络构成的译码网络，相比于原始的前向

反馈神经网络，将不同迭代次数的网路参数进行合并，将原
始Ｅ·（２Ｌ＋１）的参数网络合并为规模为Ｅ 的网络，有效
的降低了网络复杂度。

３）选取有效的网络参数进行训练
对于ＢＣＨ（６３，３６）码字，本文比较了经过训练的深度

神经网络的权重，发现深度神经网络产生的权重分布在
（－０．８７５，２．２０１）范围内。验证发现，经过训练的深度神经
网络中的每个隐藏层都具有接近正态分布的特性。正态分
布初始化导致更好的梯度流，从而导致更好的性能。
如图３所示为ＢＣＨ（６３，３６）最后一层隐藏层的权重分

布直方图。
分析神经网络ＢＰ算法结构可知，当Ｔａｎｎｅｒ图中边缘

未添加权重参数时，边缘的系数值实际上为１，即当边缘权
重为１时，神经网络对该边缘的译码不产生影响。图示部

·７７·



　第４４卷 电　子　测　量　技　术

图３　ＢＣＨ（６３，３６）隐藏层的权重分布

分权重数值与１偏离很大，即网络模型对这些边缘译码过
程影响较大，而大量权重值则仍保持在１附近，即模型对这
些边缘译码过程影响较小。

另外，将式（１５）和（１７）中的参数Ｗｖ 全部设置为１，因为训
练这些参数不会产生额外的改善。因为与从校验节点接收到
的消息不同，这些来自信道的自身消息，是可靠的消息。而

Ｔａｎｎｅｒ图中由于存在短环，因此从校验节点来的消息可能是
不可靠的。因此，来自信道的该自消息不需要附加额外的参
数，可以被照原样获取。这样可以减少大量的训练参数。
综上，本文提出一种基于ＲＮＮ网络低复杂度最小和

译码算法。首先，不对来自信道的对数似然比消息附加额
外的参数，只是将参数附加于校验节点更新时的边缘上。
然后，训练神经网络ＢＰ译码器，得到训练之后的权重分
布，设立阈值ｘ，将权重值在［１－ｘ，１＋ｘ］之间的边缘判定
为不需要添加权重的边缘，再次训练时将此类边缘设为１，
不加以训练。将权重值在［１－ｘ，１＋ｘ］之外的边缘判定为
需要添加权重的边缘，然后再去训练受网络影响较大的边
缘，从而得到优化的译码网络。

２．２　基于循环神经网络的低复杂度最小和译码算法流程

　　１）初始化
考虑使用ＢＰＳＫ调制的通信系统。发送器发送一个随

机向量Ｘ ＝ ｛－１，１｝ｎ，其中ｎ是码字长度。从通信信道接
收的随机向量是Ｙ＝Ｘ＋Ｚ，其中Ｚ是信道噪声向量。信道
噪声是加性高斯白噪声（ＡＷＧＮ），计算第ｖ个接收值的对
数似然比（ＬＬＲｓ）

２）迭代
（１）变量节点更新
（２）校验节点更新
（３）译码并计算损失函数
采用标准的随机梯度下降法训练，由于在神经网络最

小和解码算法中使用的所有运算都是可微的，因此可以使
用小批量随机梯度下降来学习偏移参数。反向传播某些构
成操作ＲｅＬＵ（），ｍｉｎ（），ａｂｓ（）和ｓｉｇｎ（）在某些点上是不可
微的的。诸如ＴｅｎｓｏｒＦｌｏｗ之类的深度学习框架通过在不

可微的地方选择子梯度来克服这一问题，从而通过分段可
微分运算进行反向传播。

３）选取有效参数，进行训练
训练常规的神经网络译码器，得到训练之后的权重分

布。然后，根据神经网络参数的数值选择有影响的参数，选
择参数范围，设立阈值ｘ，将权重值在［１－ｘ，１＋ｘ］之间的
边缘判定为不需要添加权重的边缘，再次训练网络，得到优
化参数。

３　实验验证与结果

３．１　实验设计

　　本文以ｐｙｔｈｏｎ［６］作为实验语言，在Ｔｅｎｓｏｒｆｌｏｗ框架下
搭建实验环境。采用随机梯度下降法进行训练，最小批量
的大小１２０，学习速率为０．０１。神经网络具有１０个隐藏
层，对应于解码算法为５个完整迭代［７］。
在实验时，将码字进行ＢＰＳＫ调制并加上高斯白噪声

码字，通过ＡＷＧＮ信道传输零码字来创建训练数据，其信
噪比范围从１～６ｄＢ。每个迷你批次中的在每个信噪比下
都有２０个码字（迷你批次中共有１２０个示例）。最后在在
网络输出处测量解码码字中的误码率（ＢＥＲ）。在不同的线
性代码上训练了本文的解码网络，包括 ＢＣＨ（１５，１１）、

ＢＣＨ（６３，３６）、ＢＣＨ（１２７，１０６）。
在实验中，网络输出层的权重不可以加以训练，应设置

为１，否则网络将无法学习。这是由于网络可以通过更改
最后一层的权重来改善损耗［８］，而无需提高其解码能力。

在计算变量节点更新输出时，还会裁剪输出［９］，使其绝对值
始终小于某个正的常数Ａ（Ａ＜１０）。这对于算法的实际
（有限块长）实现也是必需的。

３．２　复杂度分析

　　假设在Ｔａｎｎｅｒ图中具有Ｅ 个边缘［１０］的（ｎ，ｋ）码字，进
行Ｔ 次的迭代译码。将提出的降低复杂度的循环神经网
络神经网络最小和算法（ＬＣ＿ＲＮＮ　ＭＳ），与和积译码算法
（ＳＰＡ），最小和算法（ＭＳＡ），基于神经网络的和积译码算
法（ＦＮＳＰＡ），基 于 神 经 网 络 的 归 一 化 最 小 和 算 法
（ＦＮＮＭＳＡ），基于循环神经网络的和积译码算法（ＲＮＮ
ＳＰＡ）等进行对比。译码算法复杂度对比结果如表１所示。

表１　不同译码算法复杂度对比表

算法种类 乘法
双曲函数

运算
网络参数个数

ＳＰＡ 大量存在 大量存在 无

ＦＮＳＰＡ 大量存在 大量存在 （Ｔ＋１）ｎ＋Ｅ（Ｔ－１）
ＲＮＮ　ＳＰＡ 大量存在 大量存在 ｎ＋Ｅ
ＭＳＡ 有效减少 无 无

ＦＮＮＭＳＡ 有效减少 无 （Ｔ＋１）ｎ＋Ｅ（Ｔ－１）
ＲＮＮ　ＭＳＡ 有效减少 无 ｎ＋Ｅ
ＬＣ＿ＲＮＮ　ＭＳ 有效减少 无 ＜Ｅ
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　　由表１可知，对比以上各个算法发现，原始的置信传播
和积译码算法具有大量乘法和双曲函数运算［１１］，使用最小
和译码算法，可以避免这些昂贵的操作，有效降低内存的
消耗。
对比基于前向反馈神经网络［１２－１３］的译码算法及基于循

环神经网络的低复杂度译码算法的参数分布，每一次迭代的
校验节点向变量节点传递信息的参数都被设置为一样的值，
导致网络参数数码从（Ｔ＋１）ｎ＋Ｅ（Ｔ－１）减少到ｎ＋Ｅ。
综上，基于循环神经网络［１４］最小和算法不仅可以减少

大量的乘法操作及双曲函数运算，降低硬件实现时的资源
消耗。还可以有效地减小边缘参数个数，尤其是在迭代次

数Ｔ 和边缘数Ｅ 都比较大的情况下，效果更加明显。
为了比较不同网络结构的影响，本文使用前向反馈神

经网络、循环神经网络、在不选取有效参数和提取有效参数
条件下分别进行训练。
首先训练常规的神经网络ＢＰ［１５－１６］译码器，得到训练之后

的权重分布。然后选择有影响的参数，将权重值在［０．９，１．１］
之间的边缘判定为不需要添加权重的边缘，再次训练时将
此类边缘设为１，不加以训练。然后统计有效网络参数个
数，对比有效参数在基于前向反馈神经网络［１６］和基于循环
神经网络的低复杂度算法下的个数，得出比值，具体数据如
表２～４所示。

表２　ＢＣＨ（１５，１１）码字下的参数优化

网络结构 不选取有效参数的参数个数 提取有效参数之后参数个数 减少参数比值／％

前向神经网络 ３２×４＋１５×６＝２１８　 ２０＋２２＋２０＋２７＋１５×６＝１７９　 １７９／２１８＝８２．１

循环神经网络 ３２＋１５＝４７　 ２４＋１５＝３９　 ３９／４７＝８２．９

表３　ＢＣＨ（６３，３６）码字下的参数优化

网络结构 不选取有效参数的参数个数 提取有效参数之后参数个数 减少参数比值／％

前向神经网络 ４８６×４＋６３×６＝２　３２２　 ３６３＋３７３＋３９７＋３９５＋６３×６＝１　９０４　 １　９０４／２　３２２＝８１．９

循环神经网络 ４８６＋６３＝５４９　 ３８３＋６３＝４４６　 ４４６／５４９＝８１．３

表４　ＢＣＨ（１２７，１０６）码字下的参数优化

网络结构 不选取有效参数的参数个数 提取有效参数之后参数个数 减少参数比值／％

前向神经网络 １　００８×４＋１２７×６＝４　７９４　 ８６５＋６６３＋７２９＋７６８＋１２７×６＝３　７８７　 ３　７８７／４　７９４＝７８．９

循环神经网络 １　００８＋１２７＝１　１３５　 ７６３＋１２７＝８９０　 ８９０／１　１３５＝７８．５

　　如表２所示，对于ＢＣＨ（１５，１１）码字，本文发现提取有
效参数方法的参数个数比不提取有效参数方法的参数个

数有效减少，参数个数减少了约１７％。同理如表３所示，
对于ＢＣＨ（６３，３６）码字，参数个数减少了约１８％。如表４
所示，对于 ＢＣＨ（１２７，１０６）码字，发现参数个数减少了
约２２％。
对比前向神经网络结构及循环神经网络结构，循环神

经网络结构参数个数大约是前向神经网络结构参数个数

的２２％，因此采用循环神经网络结构可以有效减少网络参
数，可以很好地降低复杂度。

３．３　译码性能及误码率分析

　　观察误码曲线，如图４～６所示对于不同 ＢＣＨ 码
字，在信噪比比较低时，所有译码器的误码率性能几
乎相同。然而，随着信噪比越来越高，结合神经网络
的译码算法由于具有可学习优化的权重，可以调整参
数，克服码字短环带来的译码性能下降，体现出优秀
的译码性能。同时，ＬＣ＿ＲＮＮ　ＭＳ的译码性能与基于

循环神经网络的最小和译码算法性能非常接近，仅仅
在高信噪比的情况下，由于复杂度降低导致了译码性
能的略微下降。这与网络模型降低的计算储存负担相
比是可以接受的。

图４　ＢＣＨ（１２７，１０６）误码率结果
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图５　ＢＣＨ（６３，３６）误码率结果

图６　ＢＣＨ（１５，１１）误码率结果

４　结　　论

　　本文针对神经网络译码在实际运用中存在参数过多，

运算操作复杂的问题，给出了解决办法。结合 Ｍｉｎ－ｓｕｍ算
法，去除了双曲函数运算并将工程实际中需要消耗大量资
源的乘法操作转换为简单的加法操作。结合循环神经网
络结构，将多层不同的参数约束成单层的参数。结合不同
信息的属性，不对来自信道的对数似然比消息附加额外的
参数，只是将参数附加于校验节点更新时的边缘上。结合
边缘参数的分布，发现部分权重数值与１偏离很大，判定
为需要添加权重的边缘。
综合以上的方法，将原有拥有众多参数，众多复杂运

算的神经网络算法转变为参数数目有效减少，运算简单的
新型译码算法。对比实验性能，在有效降低复杂度的情况
下，译码性能损失很少，满足实际译码需求。
但与此同时，本文的译码算法对于码长较长的码字，

存在训练时间长，训练难度大，译码性能差的问题，如何使
网络更加容易训练，得出有效参数，提高译码网络的性能，
是我们今后的努力方向。
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